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要旨

材料の性質はその結晶構造に強く影響されることから、材料の結晶構造の同定や、

材料の結晶構造の特徴を分析することは材料開発において不可欠なステップの一つ

である。結晶構造の測定手法として広く普及している粉末X線回折（XRD）法では、

最新の放射光施設の XRDビームラインでは 24時間あたり 5000件を超える試料の

測定も可能となっている。一方で、データ解析においては、計測した XRDパター

ンに対して物理モデルに基づきシミュレーションしたXRDをフィッティングする手

法（リートベルト解析）が広く用いられており、この解析に熟練者による試行錯誤

が必要とされるために、データ解析が研究の時間的ボトルネックになるほか、測定

したXRDの一部しか活用されないという状況を生み出している。

XRDパターンを高速かつ自動で分析することができれば、これらの問題が解決で

きるほか、解析コストの制約や人間の先入観によって十分に調べられてこなかった

データや解析条件を網羅することも可能になり、新たな発見が導かれる可能性も見

込まれる。そこでこの問題に対して、リートベルト解析を用いずに結晶の特徴（結

晶系・空間群）を機械学習モデルにより予測する手法の開発（アプローチ 1）およ

び、数理最適化の技術を応用してリートベルト解析を自動化する（アプローチ 2）と

いう 2つの相補的なアプローチで取り組んだ。

また結晶構造データの分析の観点においても、機械学習を応用した分析手法の開

発に取り組んだ。結晶構造と材料特性は非常に複雑に相関することから、結晶構造

同士の類似性を材料の特性にまで踏み込んで定量化することは難しく、類似性の評

価は研究者の主観的認識に留まっていた。また結晶構造を人間が精査する必要があ

るために、多数の構造の類似度を比較したり、結晶構造データベース全体を俯瞰し

たりといった分析は困難であった。データの持つ抽象的な意味を計算機上で取り扱

おうとする問題は、自然言語処理や画像認識分野における重要なテーマであり、計

算機で取り扱える固定長ベクトル（embedding）としてデータの抽象的情報を表現

する手法が研究されている。結晶構造についてもそのコンセプト（構造の特徴や、

構造に由来する物性）を捉えた embeddingを得ることができれば、コンセプト類似

性に基づく材料の検索や、多数の材料の類似性の可視化、すなわち地図を描くこと

が可能になるなど、これまでは難しいと思われた新たなデータ分析が可能となる。

そこで、材料の抽象的な性質を主観によらず計算機上で定量的に取り扱えるように

することを目指し、深層学習技術の一種である深層距離学習を用いて材料同士の類

似性を学習するアプローチにより、材料の特徴や類似性を捉えた embeddingを学習

した。

本論文では、粉末XRDパターンから自動で結晶構造の情報を得るデータ解析手

法の開発と、結晶構造のコンセプトを捉えた embeddingの学習という 2つのテーマ

に取り組む。

第 1章では研究の位置づけについて述べた。

第 2章および第 3章では粉末 XRDパターンの自動解析手法の研究について述べ
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た。第 2章では、これまで蓄積されたデータを基に、XRDパターンから結晶構造の

重要な特徴である対称性（結晶系・空間群）を直接予測する高精度な機械学習モデ

ルを構築した（アプローチ 1）。また、高精度な予測が可能な機械学習モデルが構成

できたならば、そのモデル内部には予測のための識別規則が存在するはずである。

そこで、解釈可能な機械学習アルゴリズムの利用とその分析を通じて、単なる自動

化に留まらず、XRDデータ分析における「熟練者の勘」や、経験則を具体化するこ

とができた。

第 3章では、XRDパターンへの物理モデルのあてはめを、「シミュレーション条

件を与えると、あてはめ誤差を返す関数の最適化」とみなし、数理最適化の一種で

あるブラックボックス最適化の問題として定式化した（アプローチ 2）。具体的には、

粉末回折パターンの分析法として広く普及しているリートベルト法を対象にこのア

プローチを適用し、シミュレーションすべき条件の自動推定および、その結果をも

とにした次の手の決定を自動化することができ、30-60分程度の計算時間で熟練者を

上回る性能を得ることができた。さらに、手動に比べて多数のパラメータを探索で

きるため、これまでの手動解析では発見されなかった構造候補の提案も実現した。

第 4章では、結晶構造が物性を決定するという構造物性相関の原則から、結晶構

造の学習を通じて「超伝導体」や「熱電材料」といった材料の機能的特徴（コンセプ

ト）レベルの類似性も自然と現れるのではないか、という仮説のもと、深層距離学習

を用いて結晶構造の機能的類似性を捉えた embeddingを得るための研究に取り組ん

だ。結晶構造の局所特徴（原子近傍の情報）および周期特徴（構造に対応するXRD

パターン）を入力として、深層距離学習の枠組みのもとで 10万件以上の結晶構造

データから深層ニューラルネットワークを学習することにより、結晶構造 embedding

を得た。この embeddingの分析から、銅酸化物超伝導体や、Liイオン電池材料など、

重要な物質のコンセプトを捉えた類似性が embeddingに反映されていることが確認

され、この embedding可視化することで、10万件以上の材料について、そのコンセ

プトレベルの類似性を可視化した材料地図を得ることができた。

以上をまとめると、XRDデータ解析に機械学習を応用した手法の開発に取り組

み、結晶系および空間群の高速な予測や、リートベルト解析を自動かつ 30分程度で

完了することを可能にした。この過程で、熟練者の知見の具体化や、これまでの手

動分析では見つけられない構造候補も発見できることが示された。さらに、深層距

離学習を用いることで、結晶構造について材料のコンセプトを捉えた embeddingを

得る手法を開発し、この embeddingを利用することで、結晶構造データのコンセプ

ト類似性に基づく検索や、材料同士の類似性の可視化、すなわち物質空間の地図を

描くことを可能にした。
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4.1 Our strategy for learning materials concepts. a, Diamond

as an example material and its various attributes showing different

information of diamond in different data forms, or modalities. Since

each attribute has its own advantages and disadvantages in expressing

a material, using multiple attributes for a material can provide

a more comprehensive view of the material. Particularly, the

combination of the crystal structure and the X-ray diffraction (XRD)

pattern, which we employ in this study, is known to well reflect two

complementary structural features of materials, the local structure

and the periodicity[97]. b, Our goal is to represent each material

as an abstract constant size vector (embedding) whose distances to

other embeddings reflect conceptual (functionality-level) similarities

between materials. These embeddings allow us to visualise the

materials space intuitively and also to search for conceptually similar

materials given a query material. We learn embeddings from pairs

of crystal structures and XRD patterns in the framework of deep

metric learning. This cross-modal learning approach trains deep

neural networks by teaching them that each pair should represent the

same material entity. Because the XRD pattern can be theoretically

calculated from the crystal structure, this learning can be performed

in a self-supervised manner without any human annotations for the

materials dataset. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74

4.2 A map of the materials space. a, A global map of the materials

space, plotted via a t-SNE visualisation of the embeddings. Each

point corresponds to an individual material that is encoded by the

trained crystal-structure encoder. The map was annotated with

cluster labels through manual inspection. b, A close-up view of a

cluster of cuprate superconductors in the materials space. c, Crystal

structures of Y-123 and Y-124 families, which are closely distributed

in b. The CuO chain in Y-123 and the double CuO chain in Y-124,

which is similar to vertically repeating Y-123, are important features

of YBCO superconductors. . . . . . . . . . . . . . . . . . . . . . . . 75
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4.3 Overview of self-supervised deep metric learning for

representation learning of materials. a, The proposed

network architecture, including two separate DNNs to encode

the crystal structures and XRD patterns into unified embedding

vector representations. To account for respective input data forms

(Fig. 4.1b), the crystal-structure encoder employs a DNN for point

clouds while the XRD pattern encoder employs a 1D convolutional

neural network. b, A schematic view of proposed bidirectional triplet

loss. This triplet loss is used to simultaneously train the two DNN

encoders to output embeddings that are close together when the input

crystal structures and XRD patterns are paired (red-coloured x and

y) and far from one another when the inputs are not paired (x and

y vs others). More details are given in the Methods section. . . . . 76

4.4 Elemental distributions within the material embedding

space. t-SNE plots of the embeddings are laid out on the periodic

table, coloured blue or grey according to whether each material

contains the corresponding element or not. Similar distributions in

the vertical and horizontal directions (groups and periods) of the table

indicate that the embeddings successfully capture the behavioural

similarities between elements in crystal structures. “n.a.” means no

material containing the element is found in our dataset. . . . . . . . 77

4.5 Crystal structures of queries and nearest neighbours. a,

Crystal structures of the Hg-1223 superconductor and its first and

second nearest neighbours, Hg-1234 and Hg-1212, in the embedding

space. These are all Hg-based copper oxide superconductors with high

Tc and are built on two important components, namely, block layers

and superconducting layers. Placing these close-kin materials, yet

with different numbers of superconducting layers, as close neighbours

suggests that the embedding captures the conceptual similarity in

their structures. See also Table 4.1 for the top-50 neighbour list

of Hg-1223, in which more superconductors with high Tc are found.

b, Crystal structures of the well-known lithium-ion battery cathode

material LiCoO2 and its neighbours in the embedding space. The

layered and spinel families, which are two major types of the cathode

materials, were identified in the neighbourhoods. See also Table 4.2

for the list of the top-50 neighbours, in which more layered-family

materials are found. . . . . . . . . . . . . . . . . . . . . . . . . . . . 78

10 Chapter 0 鈴木 雄太



機械学習を用いた結晶構造の分析と物質空間の可視化

4.6 Physical property distributions within the material

embedding space. t-SNE plots of the embeddings are coloured

according to the physical properties: energy above the hull, band

gap, and magnetisation. These plots show clusters of materials with

similar physical properties, indicating that the embeddings capture

the property similarities between materials. a, The distribution

of energy above the hull (eV). A large value of energy above the

hull indicates that a material is unstable. A cluster of unstable

compounds containing sparse unsynthesisable crystal structures was

identified on the upper left. b, The distribution of the band gap (eV).

The distribution overlap of large-bandgap materials in this figure

and oxides in Fig. 4.4 demonstrates a well-known connection between

the band gap and oxygen. c, The distribution of magnetisation (T).

Materials with large magnetic moments have higher composition

ratios of magnetic elements such as Mn, Fe, Co, and Ni and are

particularly studied in the rare-earth permanent magnet research.

The distinct yellow cluster in the top right of this figure contains

intermetallic compounds of the magnetic elements and rare-earth

elements (e.g., Ce, Pr, Nd, and Sm), as evident from Fig. 4.4 where

the distributions of these elements overlap in this area. . . . . . . . . 79

4.7 Distributions of the local intrinsic dimension within the

material embedding space. t-SNE plots of the embeddings are

coloured according to the local intrinsic dimension of the each data

point (= 1024 dim embedding vector). . . . . . . . . . . . . . . . . . 79
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第1章 Introduction

1.1 研究の目的と背景

本研究は、機械学習を用いた結晶構造の分析を通じ、これまで定義が難しかった

材料同士の類似性を、その機能のレベル（例：超伝導体）で定量化することを目的と

した研究である。結晶構造と材料特性は非常に複雑に相関することから、材料同士

の類似性を材料の機能にまで踏み込んで定量化することは難しく、類似性の評価は

研究者の主観的認識に留まっていた。そこで、深層学習技術の一種である深層距離

学習を用いて材料同士の類似性を学習するアプローチにより、材料の類似性を計算

機上で取り扱えるベクトル表現の形で具体化し、類似した性質を持つ材料の検索や、

類似性の可視化により様々な材料の機能の類似性を示した図、すなわち物質空間の

地図が描けることを示す。このためには、1）試料の結晶構造の情報を得るために粉

末回折データを高速に分析する技術、2）計測やシミュレーションで得られた結晶構

造から類似性を学習するための技術の 2つが必要となる。よって本研究では、学際

的アプローチによりこれらの手法の開発に取り組む。本研究では、粉末回折データ

の自動解析法と、AIを用いて結晶構造データの解釈を支援する方法論の提案を通じ

て、手間と時間を要するデータ解析・解釈を効率化すると共に、これまで扱うこと

ができなかった大量のデータの分析から、従来の方法論では得ることが難しかった

新たな知見の獲得を可能にすることを目指す。

石器時代、青銅器時代、鉄器時代と歴史に材料の名が冠されるように、材料は社

会と文化の有り様そのものを変える力を持っている。現代においても、高性能なネ

オジム磁石やLiイオン二次電池により実現された電気自動車やスマートフォンが社

会を動かし、窒化ガリウムを用いた青色 LEDは文字通り私達を照らしている。資

源の枯渇や地球温暖化といった社会課題を背景に、より優れた性能の材料、あるい

は環境低負荷材料の開発は持続可能な社会の実現と発展のため不可欠な命題であり、

新材料を巡る世界的研究はますます活発になっている。

材料研究の目的は、所望の特性を備えた材料を見つけ出し、なるべく早く世に送

り出すことにある。材料の開発は、材料の設計、合成、特性評価のステップを繰り

返すことで進められるが、高性能材料のニーズの高まりから、より優れた材料をよ

り早く開発するため、材料研究の方法論そのものも進歩を遂げてきた [1–6]。

材料の設計においては、手間と時間を要する実験を補完するために、密度汎関数

法 [7]を代表とした第一原理計算や分子動力学計算といった計算機によるアプロー

チが大きく発展し、セレンディピティやエジソン的方法論に頼らず、所望の材料を

13



機械学習を用いた結晶構造の分析と物質空間の可視化

狙い撃ちして作ることが現実的なものとなった。近年では機械学習に代表されるAI

技術の発展により、計算コストが高い上記シミュレーションを機械学習による予測

に置き換え、極めて高速に大量の材料を評価する手法が確立されつつある。さらな

る発展として、所望の特性を AIに与えることで、その要求を満たす材料の組成や

結晶構造を提案する（inverse design）新たなアプローチも勃興しつつある [8–13]。

これは材料の諸元を与えてシミュレーションや機械学習で材料の性能を予測すると

いうこれまでの forward designアプローチの真逆を行くものであり、材料設計にお

ける新たなパラダイムとなる可能性を秘めている。このように、機械学習等の統計

的推論や情報処理技術を取り入れることで材料開発を加速する取り組みはMaterials

Informatics（MI）と呼ばれ、機械学習技術および計算機の進歩や、ハイスループッ

ト第一原理計算による材料データベースの整備等を背景に、2010年代より急速な発

展を続けている [1, 2, 14]。

計算機上で材料候補がデザインできるようになったことで、計算機実験を組み合

わせた材料合成が非常に強力な道具となった。実験に要する時間や人手といった制

約から、実験的な材料合成により探索できる物質の候補は少数に限られるが、計算

機上の forwardアプローチで数万通りを超える物質を評価し、実験可能な 101～102

のオーダー程度まで候補物質を絞り込んだ上で合成することで、合成による実験的

探索のみに比べ、はるかに広大な材料空間を探索できるようになった [15, 16]。また

最近では、新たなアプローチとして、ロボットを用いた自動・自律実験も盛んに研

究されている [17]。これまでもロボットによる自動実験の取り組みはなされてきた

が、サンプルの形態や種類、測定の多様さなどから、その応用範囲は限定的であっ

た。最新の研究では、ロボットアームを移動ロボットに載せ、通常の実験室内におい

て一般的な実験器具を用いて自動的に実験を行い、得られた結果をもとにベイズ最

適化によって新たな実験条件を設定するというループで実験を自律化した。単なる

コンセプトの提示に留まらず、実際に新たな光触媒材料を発見するに至るなど、実

験の効率化に留まらない新たな展開が見られている [18]。

このように、材料の設計と材料の合成は、計算機とアルゴリズムの活用を土台と

して大きく進展してきた。しかし、残る 1つのステップであり、本研究で取り上げる

対象でもある、材料の計測においてはやや事情が異なっている。材料の性質は様々

な特性の集合として特徴づけられるが、その最も重要な性質の一つは物質の原子配

列、すなわち結晶構造であると考えられる。結晶構造により材料特性が支配される

ことから、結晶構造の解析は材料開発における最も重要なステップの一つである。結

晶構造を調べるための代表的な測定手法として、試料に対して量子ビームを照射し、

試料中で入射ビームが干渉して生じる回折パターンを分析する手法（回折法）が広

く用いられている。回折法には試料の様態（単結晶あるいは粉末）や用いるビーム

の種類（X線、中性子線、電子線など）によっていくつかの種類があるが、試料準

備の容易さや高輝度ビームが利用しやすいといった実験上の利点から、粉末X線回

折（XRD）法が最も広く普及している。なお、以下で単にXRD法と述べる場合は、

特に断りがなければ粉末XRD法を指す。XRD法は、Max von Laueによる物質に
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おけるX線の回折現象の発見（1912年）、Bragg親子によるBraggの法則の定式化

（1913年）に端を発し、現在まで 100年以上に渡って利用されてきた分析手法であ

る [19, 20]。この長い歴史において、高性能検出器 [21, 22]やハイスループット測定

技術 [23]の開発といった洗練がなされてきた。最新の放射光施設のXRDビームラ

インでは 24時間あたり 5000件を超える試料の測定も可能となり [23]、スループッ

トの点では、もはや XRD測定は研究のボトルネックではないと言えるほどになっ

た。それとは対照的に、データ解析、すなわち計測データからの材料パラメータ推

定は、未だに大部分が人間による試行錯誤に頼っている状況にある。XRDのデータ

解析の代表として、リートベルト解析 [24, 25]が挙げられる。これは結晶構造モデ

ルから計算されるXRDパターンを計測したXRDパターンに対してフィッティング

することで、結晶構造の情報を得る手法であり、XRDパターンの標準的な解析方法

として普及している。リートベルト解析からは結晶構造についての多くの情報を得

ることができる一方で、バックグラウンド関数やピーク形状など、材料の性質とは

独立に多数のパラメータを指定する必要があり、この調整で解析結果が大きく左右

されることから、このパラメータ調整には経験と試行錯誤が必要とされ、熟練した

研究者であっても 1件あたり数時間以上を要する仕事となっている。

こうした解析コストの高さから、せっかく測定した XRDパターンも、データ分

析の対象が多数のデータの一部のみに限定されたり、あるいは詳細な分析を行わず

ピーク位置の情報のみを用いるなど、計測されたデータのごく一部の情報しか活用

されないという問題が生じるほか、データ解析が研究の時間的ボトルネックになる、

あるいは試行錯誤を通じて解析者のクセが解析結果に入り込んでしまうといった問

題もしばしば呼び起こしている。

そこで私は、人間による試行錯誤が必要とされるデータ解析を計算機とアルゴリ

ズムによって自動化することで、研究者がより創造的な仕事（例：研究デザイン、論

文執筆）に向き合ったり、これまでは解析コストの問題から活用されていなかった

データを活かすことで新たな発見が導かれると考えた。私はこの挑戦的目標を実現

するために、機械学習を用いることを着想した。機械学習は、何かを達成するため

のルールを明示的に指示することなく、データからそのルールを学習する技術であ

る。したがってデータが多い分野ほど相性が良いと言え、結晶構造データベースの

整備や測定データの蓄積もなされている点から、結晶構造解析は機械学習の応用に

適した課題の一つと考えられる。

XRDのデータ解析に関して、リートベルト解析は半世紀近くの歴史を持ち、解析

手法そのもの [24–37]とソフトウェア [38–41]の両面から数多くの研究がなされてき

た。しかし、リートベルト解析の自動化を目指した研究はごく限られており、予め

与えた手順に従ったバッチ処理 [42, 43]や、典型的な手順を模したエキスパートシス

テムを用いた自動化 [44]、初期値に揺動を加える工夫を用いた自動化 [45]などにと

どまっている。機械学習を用いた研究に携わってきた経験から、私は、リートベル

ト解析のボトルネックであるパラメータ調整が、機械学習モデルにおけるハイパー

パラメータ調整の問題と全く同じであることに着目した。機械学習モデルは、学習
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により獲得されるパラメータとは別に、ハイパーパラメータと呼ばれる設定項目を

持ち、この設定がモデルの性能を大きく左右する [46, 47]。したがってハイパーパラ

メータを適切に調整することは重要な問題であることから、ハイパーパラメータ最

適化という問題設定が確立しており、これを解くための手法も多数提案されている

[48–50]。本研究では、このうちブラックボックス最適化 [51]と呼ばれる数理最適化

の技術を用いて、リートベルト解析のパラメータを自動調整するアプローチを提案

する。

また異なる角度からXRDのデータ解析を自動化するために、リートベルト解析

を用いず、機械学習を用いて XRDパターンから結晶構造の特徴を直接予測するア

プローチにも取り組む。これに関連する先行研究として畳み込みニューラルネット

ワーク（CNN）を用いた研究 [52]が報告されているが、本研究では実用も見据え、

実験条件に合わせたモデルの再訓練の容易さや、計測ノイズへの堅牢性等を重視し

て、機械学習アルゴリズムの多数決に基づくよりシンプルなアプローチを用いる。

これらの研究によってXRDの自動データ解析が実現すると、我々は多数の結晶構

造データを手にすることができ、この結晶構造ビッグデータの分析から新たな知見

を得る機会が生まれることになる。実験やシミュレーションで得られた結晶構造を

解釈するには、多くの場合、人間が 1件ずつ構造を精査し、関心のある材料特性と

結晶構造との間に物理的な解釈を与えるアプローチをとる。このアプローチは最も

基本となるものだが、大きな時間と労力を要するほか、人間が取り扱うことのでき

るデータの数には限りがあるため、解析できるのは特に興味がある数件～数十件の

構造に限られる。一方、結晶構造データと機械学習を組み合わせることができれば、

人間が直接取り扱えない膨大な結晶構造から情報を集約し示唆を得ることが可能と

なり、いわば人間がAIの力を借りる形で結晶構造を分析できる、新たなアプローチ

が実現できるはずである。AI-assistedに物質を解析する手法の一つの提案として、

結晶構造の類似性を通じて材料同士の機能的類似性を定量化する研究を着想した。

ここでは、構造物性相関の考え方から、結晶構造には「超伝導体」や「熱電材料」と

いった材料の機能的特徴（コンセプト）も含まれると考えた。結晶構造の情報を深く

分析することで、結晶構造の対称性や構成元素といった原始的な材料の類似性では

なく、熟練した研究者にしか認識できないと思われるコンセプトレベルの抽象的な

類似性を定量化できれば、上述した多数の結晶構造を俯瞰したデータ分析の実現に

大きく寄与するはずである。このためには、結晶構造の持つ抽象的情報を保ったま

まで、結晶構造を計算機上で取り扱えるベクトル表現（embedding）に何らかの方法

で変換する必要がある。これは言い換えれば、空間内の距離が材料の類似性に対応

する高次元空間を仮定し、入力された結晶構造をその空間に写像する関数を学習す

る問題として扱うことができる。この問題は、自然言語処理や画像認識の分野にお

いて、言葉や画像の意味を計算機上で扱うために詳細に研究されており [53–55]、表

現学習あるいは距離学習と呼ばれる枠組みである [55]。本研究では深層学習を用い

てこれを解く深層距離学習のアプローチにより、結晶構造についてその抽象的意味

を捉えた embeddingを獲得することを試みる。得られた embeddingには材料同士の
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意味的類似性の情報も含まれると期待されることから、この embeddingを用いて機

能が似た材料を検索したり、embeddingを可視化することで材料同士の類似性の可

視化、すなわち材料の地図を描くことができるはずである。結晶構造の局所的特徴

（原子近傍の環境）と周期的特徴（対称性）の両方を embeddingに取り込むため、原

子近傍の特徴はノードとエッジからなるグラフとして、対称性の特徴は結晶構造か

ら計算される粉末XRDパターンを用いて表現し、これらそれぞれをグラフ畳み込み

ニューラルネットワーク（GCN）およびCNNを用いてDeepNeuralNetwork（DNN）

に取り込む、マルチモーダル学習のアプローチを用いる。学習の際には、DNNへの

入力ペア（局所特徴とXRD）が同じ物質に対応するかどうかという情報を教師情報

に用いることで入力データそのものがラベルとなり、データに対する人手によるラ

ベル付けを用いることなく学習が可能となった（自己教師あり学習）。結晶構造デー

タに対して embeddingを与える研究は近年いくつかなされているが [56–59]、DNN

を用いた他の物理量の予測タスクの副産物として間接的に embeddingが得られると

いうアプローチであり、その性質についても十分な検討がなされてこなかった。本

研究は、結晶の局所・周期特徴の 2つのモダリティを用いることで自己教師あり学

習を可能にしたことに加え、深層距離学習の枠組みの活用で性質の良い embedding

を得ることにフォーカスしている複数の点でユニークな研究であると考える。

1.2 本論文の構成

本研究では、材料をより高速に、より深く理解するため、XRDパターンの自動

データ解析技術の開発と、これにより得られた大量の結晶構造から材料空間を可視

化するという 2つの問題に取り組む。

まず 1つめのテーマ（2,3章）は、機械学習を用いて高速かつ自動で粉末回折パ

ターンの解析を行う研究である。上述の通り、今日では測定のハイスループット化

に伴って大量の測定データが日々収集されるようになったため、そのデータをいか

にして高速に解析するかが大きな課題となっている。そこで私は粉末XRDパター

ンを中心に、機械学習を用いた高速なデータ解析技術の開発に取り組んだ。現代の

計測データ解析では、所望の情報を得るために、計測データに対して物理モデルに

基づくシミュレーション結果をフィッティングするアプローチが広く用いられてい

る。本研究では、このシミュレーションに関連した工数が多いことに着目し、シミュ

レーションを必要としない解析法の開発（アプローチ 1）および、シミュレーショ

ンの自動化（アプローチ 2）という相補的なアプローチで研究に取り組んだ。アプ

ローチ 1（2章）では、これまで蓄積されたデータを基に、XRDパターンから結晶構

造の重要な特徴である対称性（結晶系・空間群）を直接予測する高精度な機械学習

モデルを構築した。また、高精度な予測が可能な機械学習モデルが構成できたなら

ば、そのモデル内部には予測のための識別規則が存在するはずである。そこで、解

釈可能な機械学習アルゴリズムの利用とその分析を通じて、単なる自動化に留まら

ず、XRDデータ分析における「熟練者の勘」や、経験則の具体化も目指した。アプ
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ローチ 2（3章）では、計測データへの物理モデルのあてはめを、「シミュレーショ

ン条件を与えると、あてはめ誤差を返す関数の最適化」とみなし、数理最適化の一

種であるブラックボックス最適化の問題として定式化した。具体的には、粉末回折

パターンの分析法として広く普及しているリートベルト法を対象にこのアプローチ

を適用し、シミュレーションすべき条件の自動推定および、その結果をもとにした

次の手の決定の自動化を試みた。

これまでに述べた研究（テーマ 1）によってXRDの自動データ解析が実現すると、

その先には、計測やシミュレーションによって得られた大量の結晶構造データが利

用可能となり、このデータを活用すれば新たな示唆を得ることが可能になると考え

た。そこでテーマ 2（4章）では、結晶構造データと機械学習により結晶構造同士の

機能レベルの類似度を定量化することを通じて、10万件を超える広大な物質同士の

類似性（物質空間）を可視化することを目指した。まず、構造物性相関の原則より、

結晶構造には材料の機能の特徴（コンセプト）も含まれると考えた。データの抽象

的意味を捉えたベクトル表現（embedding）を学習する枠組みである深層距離学習

を用いて結晶構造を学習することで、材料の意味的類似性を捉えた embeddingの獲

得と、この embeddingの可視化による物質空間の可視化を試みた。
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第2章 教師あり学習を用いたX線回折

パターンの分類と知識発見

本章の要旨

結晶構造解析のワークフローにおける人手の介入を減らすために、粉末X線回折

（XRD）パターンに基づいて結晶系と空間群を分類する機械学習（ML）ベースのア

プローチを開発した。本研究では実験への応用も見据えて、人間が理解可能な特徴

量設計および、学習済みモデルの内部がある程度解釈可能な、決定木ベースの機械

学習アルゴリズムを採用した。我々のMLモデルは、Triclinic systemを除く結晶系

（7種類）の分類では約 90%の精度を示し、また空間群（230種類）の分類では、予

測候補の上位 5件で 88%の精度を示した。また、学習済みモデルの分析により、熟

練した研究者の間で曖昧に共有されている経験的な知識（熟練者の勘）の一部を定

量化することにも成功し、解釈可能なMLアプローチを用いることで、実験データ

に埋め込まれた認識されていない特徴を発見できる可能性を示した。
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2.1 背景

材料の特性は結晶構造に強く依存するため、結晶構造の評価は材料開発における

最も重要な課題の一つである。結晶構造は、格子対称性、格子定数、原子の種類と

位置、サイト占有率などの特徴により記述される。結晶構造を調べるためには、粉

末X線回折（XRD）や粉末中性子回折が広く用いられている。測定した粉末回折パ

ターンから結晶構造の情報を得るためにはピークのインデクシング、空間群の決定、

結晶構造の初期パラメータの推定、構造の精密化など、いくつかのステップを経る

必要がある。最も手間がかかるのはリートベルト法による構造精密化であり、通常

は数十個のパラメータを手動で最適化する必要があるが、構造解析の初期段階にお

ける空間群の決定も、手動による試行錯誤が頻繁に必要となり手間がかかるステッ

プである。世界中の放射光施設で毎日大量の粉末XRDパターンが生成されている

ことを鑑みれば、これらの人間の専門家が手作業で行うプロセスは、材料研究にお

ける明らかなボトルネックとなる。すなわち、粉末回折パターンのデータ解析を自

動化し、なるべく人間の関与を減らすことで、材料研究のスループット向上につな

がると見込まれる。そこで、同定された結晶構造が様々なデータベースに蓄積され

ていることと、経験豊富な研究者は実験で得た粉末回折パターンをひと目見て結晶

系をある程度推測できることにヒントを得て、機械学習 (ML)アプローチにより結

晶系と空間群を分類する着想に至った。

X-ray Diffraction Machine Learning Analysis and 
Knowledge Discovery

Crystal Structure

図 2.1: Overview of our ML methodology which enables on-the-fly crystal system

and space group classification based on powder XRD patterns. One may also obtain

data-driven insight by analysing the interpretable ML model.

計測データ解析における機械学習は近年盛んに研究されているトピックであり、

パターン分解と相同定を組み合わせたアプローチ、XRDパターンの類似度を用いる

アプローチ、クラスタリングによるアプローチなど、様々な試みが提案されている。

本研究と同様に、XRDパターンから結晶性や空間群を分類する試みとしては、Park

らがConvolutional Neural Network (CNN)を用いた研究を発表している [52]。この

研究はポアソンノイズやピークのブロードニングといったXRDパターンの不完全
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性のもとでも高い分類性能を発揮しており、興味深い研究である。しかし、Parkら

が用いたCNNは、一般に数万個以上のパラメータにより構成される非常に複雑なモ

デルであり、人間がその内部プロセスを解釈して意味がある洞察を引き出すことは

困難である。機械学習の分野においては高い予測性能のモデルを構成することが何

よりも是とされるが、私はMIにおいては、人間が解釈可能な手法を用いることで、

データ駆動的な知識発見の可能性を残すことも重要であると考えている。もしML

モデルが回折パターンから結晶系や空間群を分類できるのであれば、その内部には

分類規則を持つはずである。つまり、学習したモデルを分析することにより、経験

豊富な研究者が備える経験則の少なくとも一部について定量的に特定することが可

能である。また、実際のXRD測定においては、測定する 2θレンジやX線のエネル

ギーといった実験条件は、各測定ごとに変更されることが普通である。Parkらの手

法はこの点を考慮しておらず、条件が変わればその都度 CNNを再訓練する必要が

ある。再訓練には最新の計算機を用いても数時間から 1日程度を要するため、実際

のデータ解析への応用可能性は限定的である。

本研究では、人間が理解可能な特徴量の設計および、機械学習アルゴリズムに決

定木ベースのシンプルかつ低計算コストな手法を用いることで、XRDパターンから

結晶系・空間群の高精度な分類と、経験的知識のデータ駆動的な具体化を目的とす

る。シンプルな機械学習アルゴリズムを用いることで、モデル内部の解釈性の確保

と、実験条件の変更に伴う再訓練を可能にすることを意図している。なお、この研

究の目的は、これまでに提案された結晶学的知見に基づくXRDパターンの分析手

法を置き換えることではなく、データからの知識発見や、実世界における実験にお

いて使いやすいシンプルなMLアプローチの可能性を示すことにある点に注意され

たい。

2.2 結果および考察

2.2.1 粉末回折データの準備および特徴量設計

機械学習モデルの学習のため、無機結晶構造データベース（ICSD）から 199,391

件の粉末XRDデータを pymatgenを用いて計算した（詳細は方法セクションに記述

した）。一般的な粉末XRDパターンは数千のデータポイントで記述され、これは計

算機上では数千次元のベクトルとして扱われる。このような高次元のデータを用い

てMLモデルを学習しようとすると、次元が上がると同時に学習に必要なデータ量

が指数関数的に増加する「次元の呪い」と呼ばれる問題が発生し、正しく学習が困

難になることが知られている [46]。次元の呪いを回避するために最も一般的なアプ

ローチは、データの本質的な特徴をより少数の次元で表現することであり、この表

現は「特徴量（feature）」あるいは「記述子（descriptor）」と呼ばれる [14]。画像や

音声認識のように、整備された大量のデータが利用可能な分野では、巨大なデータ

セットを用いて直接DNNを学習させることで、特徴抽出器と予測モデルの学習を同
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時に行う end-to-endアプローチが主流となっている [60–62]。例として、画像認識に

おいては約 1400万枚のラベル付き画像からなる ImageNetデータセット [60]が用い

られ、このような巨大データの整備がDeepLearning発展の基礎となった。しかし、

MIにおいては利用可能なデータが限られること、自動的に生成された特徴量は人間

が理解できるような単純な形とは限らないことから、本研究では、専門的な知識を

用いて手動で特徴量を選択することにした。XRDパターン（Fig. 2.1 left）には多く

のピークがあり、これらが結晶構造のフィンガープリントとして機能している。結

晶構造中の原子の位置には、ピーク特徴のうち（ごく一部の例外を除いて）ピーク

の強度ではなく、ピーク位置のみが関連する。そこで本研究では、以下の 11個の特

徴を選択した。1）低角側から 10本のピークの位置、2）0◦から 90◦までの範囲にあ

るピークの総数。

このようにして各XRDパターンを 11次元の特徴量で表現し、その特徴空間の様

子を Stochastic Neighbour Embedding with t-Distribution (t-SNE)[63]を用いて、2

次元で可視化して調べた（図 2.2）。t-SNEは、元の多次元空間におけるデータ同士

の局所構造をなるべく保ったままで、多次元データをより低次元な空間にマップす

るための手法であり、高次元データの可視化のために広く用いられる手法である。

この図より、XRDパターンは特徴量空間に広く分布しており、各結晶系ごとに緩や

かなクラスタを形成していることが見て取れる。これは本研究で採用した 11個の特

徴量が、少なくとも結晶系の点からXRDパターンの特徴を捉えていることを意味

する。なお、この図はいわば高次元データの 2次元における影であり、各軸（t-SNE

dim1, 2）について物理的解釈を与えることは一般には難しい。

t-SNE dim 1

t-
S

N
E

 d
im

 2

Triclinic
Monoclinic
Orthorombic
Tetragonal
Trigonal
Hexagonal
Cubic

図 2.2: t-SNE visualisation of XRD patterns. Each point corresponds to one XRD pattern.

XRD patterns form loose clusters for each crystal system. Axis labels are omitted because

it is difficult to give physically meaningful interpretation of the two dimensions given by

t-SNE algorithm.
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粉末XRDパターンにおける横軸の単位には、入射光と散乱光のなす角である 2θ

が使われる場合が多いが、ブラッグの法則 2d sin θ = λおよび散乱ベクトルの定義

Q = 4π sin θ/λ （dおよび λは、それぞれ回折面の面間隔および入射光の波長を表

す）より 2θを d, 1/d, 1/d2, Qに換算して表記する場合もある。これらのピーク位

置の表記の違いが特徴量に与える影響を調べたところ、この影響は小さく、無視で

きる程度であることが明らかになった（表 2.1）。そこで、広く用いられるCu Kα特

性X線を前提に、回折ピーク位置の単位には 2θを用いることにした。

表 2.1: Comparison of crystal system classification accuracy for various peak position

notations and ML algorithms (in %). Accuracy is a ratio of correct classification to all

classification for the test data. Notably, the accuracy of CNN taken from Ref. [52] is only

for reference purpose because the dataset preparation and the evaluation condition were

different from those used herein.

Algorithm Acc. (2θ) Acc. (d) Acc. (1/d) Acc. (1/d2) Acc. (Q)

Random Forest 91.53 91.40 91.39 91.47 91.47

Extremely Randomised Trees 92.24 92.16 92.22 92.17 92.26

K-Nearest Neighbor 92.01 91.96 92.04 91.58 92.04

Decision Tree 86.44 86.41 86.39 86.54 86.40

Logistic Regression 56.00 57.80 56.14 55.22 55.97

CNN(10◦-110◦ )[52] 94.99 - - - -

2.2.2 機械学習アルゴリズムの検討

機械学習アルゴリズムの選定においては、予測性能だけでなく、XRD実験の特性

からその性質にいくつかの要請がなされる。まず、測定する 2θレンジは目的に合わ

せて都度変更されるため、予測に用いる機械学習モデルを実験条件に合わせて再訓

練する必要がある。したがって、高速に再訓練できることが重要な条件となる。加

えて、最終的な分類結果だけでなく、2番手以降の予測結果の情報が得られること

も実用上重要である。これらを満たす手法を検討し、本研究ではランダムフォレス

ト（RF）[64]およびその派生アルゴリズムを採用した。RFおよび他の代表的な機

械学習アルゴリズム (Extremely randomised trees (ExRT)[65], k-nearest neighbour

(KNN)[66], logistic regression[67], and decision tree[68, 69])を用いた結晶系（7クラ

ス）分類の結果を表 2.1に示す。RFおよびExRTは、いずれも決定木 [68, 69]と呼

ばれる機械学習アルゴリズムをベースにした手法である。決定木はデータを正しく

分類するための if-thenルールの組み合わせを学習し、これに従いデータの分割を繰

り返すことで予測を行う。RFおよび ExRTではこの決定木を多数訓練し、その多

数決で予測を行う（アンサンブル）ことで、単一の決定木よりも高い性能を発揮す

るよう設計された。アンサンブルにより高い性能を得るためには、それぞれの決定

木同士の相関を下げること、いわば異なる視点からの意見を得ることが重要である。

RFと ExRTの違いはこの点にあり、RFでは決定木の if-thenルールを通常通り学
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習するのに対して、ExRTではこのルールの学習の一部を省略しランダムに設定す

ることで、RFに比べ、生成される単一の決定木同士の相関を下げると同時に、学習

時の計算コストを大きく削減している。このランダム性によって、学習データに対

するオーバーフィッティングを押さえ、未知のデータに対する分類性能の向上が図

られている。また、ExRTや RFを含む多数決アルゴリズムは、ノイズに対する頑

健性を備えることも重要な特徴である。実際の実験では、弱いピークが判別しづら

かったり、測定範囲外に生じたピークが見逃される恐れがある。データにおけるこの

ような不完全性は、アンサンブルに用いられる多数の決定木のうち一部に誤りをも

たらす可能性があるものの、多数決で予測がなされるため、最終的な予測結果にお

いては外乱の影響を押さえることができる。以上の議論と比較実験の結果（表 2.1）

より、本研究では、最も優れた性能を示し、かつ要件を満たす手法としてExRTを

選択した。一般的ワークステーション（3.3GHz 10コア CPU, 96GB RAM）では、

ExRTモデルの学習にかかる計算時間は数分、1つのXRDパターンの分類にかかる

時間は数ミリ秒であり、十分に現実的な時間と計算コストで学習及び予測が行える

ことがわかる。Triclinic systemの精度が低いのは、データソースに用いた ICSDに

おいて、Triclinicの構造が 4％しかないというデータの少なさが大きな原因になっ

ていると考えられる。

2.2.3 結晶系および空間群の分類

学習した予測モデルの有効性を評価するために、まず ICSDの一部を訓練データ

と別にテストデータとして分割し、テストデータから計算された粉末XRDパター

ンを用いて、理想的な状況における予測性能を検証した。テストデータにおける各

結晶系の予測結果を次の表 2.2および図 2.3に示す。図 2.3は混同行列（confusion

matrix）と呼ばれ、分類された結晶系（予測クラス）と、正解クラスの比率を表し

ており、対角線上の値はその結晶系における精度を表す。これらの結果から、我々

の予測モデルは粉末 XRDパターンから Triclinic systemを除いておよそ 90 %の精

度で結晶系を分類できることが明らかになった。

表 2.2: Classification performance of crystal system classification with ExRT in the test

set

Crystal system Accuracy (%) Precision (%) Recall (%) F1-score Number of data

Triclinic 47.61 74.55 47.61 0.5811 1,403

Monoclinic 86.38 80.88 86.38 0.8354 5,895

Orthorhombic 89.84 86.91 89.84 0.8835 7,719

Tetragonal 92.77 92.73 92.77 0.9275 5,949

Trigonal 88.00 93.36 88.00 0.9060 3,532

Hexagonal 94.44 95.77 94.44 0.9510 6,093

Cubic 99.60 98.77 99.56 0.9918 15,477

Average 92.24 92.16 92.24 0.9209 (total) 46,068
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図 2.3: Confusion matrix for crystal system classification

テストデータにおける空間群分類の性能も評価した。予測結果における最有力候

補のみを正解とみなした場合の分類精度は 80.46% (図 2.4a)だった。空間群分類はか

なり多数（230クラス）の分類問題であり、各空間群に対応する学習データが結晶系

分類の場合に比べてかなり少ないことを鑑みると、この予測精度は妥当であると考

えられる。しかし、最有力候補だけでなく、予測された可能性順に 5件（top-5）お

よび 10件（top-10）を正解とみなした場合、予測精度は 92.42% および 94.35%と大

幅に向上する。conventionalな空間群決定法においても複数の候補を試すことは多

いため、性能指標としては top-5や top-10ケースがより実際に即したものと考える。

このモデルの性能はXRDパターンの初期スクリーニングの用途には十分なもの

であると考えられるが、図 2.4aを精査すると、この手法の限界を示す課題が 2つ見

つかった。1つ目の課題は、機械学習における典型的な問題の一つであるオーバー

フィッティングに関連したものである。図 2.4aおよび bの 2、12、14、15、62、139

の空間群で、青く太いピクセルが縦に並んでいることが見て取れる。これは、ML

モデルによる予測が特定の空間群に偏る傾向があることを意味する。これを検証す

るため、学習データに含まれる空間群のヒストグラムを図 2.5に示す。この図から、

学習に用いた結晶構造データベース（ICSD）の空間群の分布にはかなりの偏りが

あることが見て取れる。このデータの偏りにより、モデルが頻繁に学習したクラス

を多く予測するバイアスが導かれたと考えられる。この問題は機械学習の分野にお

いても頻出し、クラス不均衡（class imbalance）問題として知られている。代表的

な例は医療診断や異常検知で、多数の正常データに対して、異常データ（病気や欠

陥など）がごく少数しか利用できないケースである。こうしたクラス不均衡に対す

る代表的な対処法として、データのサンプリングの工夫でクラスの不均衡を改善す

るアプローチと、データは不均衡なままで予測モデル側を改良する 2つのアプロー
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(a) (b)

図 2.4: Normalised confusion matrix for space group classification. Normalisation is done

in the horizontal direction. Tick labels represent space group numbers. (a) The overall

confusion matrix. Some space groups lacked in the test data are shown as grey horizontal

lines. (b) The confusion matrix of triclinic and monoclinic crystal systems (the upper left

corner of (a)).

チがある。データのサンプリングの工夫には、多数クラスのデータを間引くことで

少数クラスにデータ件数を合わせる undersamplingアプローチのほか、何らかの手

法で少数クラスのデータを水増しする oversamplingアプローチがある。モデルの改

良は、各クラスに重み付けをしてモデルを学習することで、少数クラスが無視され

ないようにするアプローチが代表的である。重みには学習データに含まれる各クラ

スの割合の逆数などが使われる。しかし、これらのいずれのアプローチも、テスト

データに対する予測性能を向上させるには至らなかった。この原因として、学習時

における空間群のデータは最多クラスが 1万件以上ある一方で、少数クラスは 1件

しか無いなどクラス間の偏りが極めて大きいことが考えられる。また、ICSDは現

在利用可能な結晶構造データベース中で最大級の規模であり、既知材料の多くが採

録されている。したがって ICSDにおけるデータの偏りは、現在までに研究の興味

の対象となった物質の偏りに対応している（＝重要な物質群ほど多数採録されてい

る）と解釈することもできる。よって実用上の問題は限定的と考えられる点と、医

療診断等と異なり、計測データのスクリーニングにおける誤識別がもたらす損害の

リスクは小さいことから、本研究ではクラス不均衡は補正を行わずに予測モデルを

用意した。

この手法の課題の 2 つ目は、ピークの数と位置からのみ空間群を決定しよう

とするアプローチ自体に由来する。粉末回折パターンから結晶構造が中心対称

（centrosymmetric）か、そうでない（non-centrosymmetric）かを判断するには、ピー

ク強度の情報が必要である。したがって、ピーク強度を無視した我々のMLモデル

では、回折パターンから中心対称性の有無を判断することは原理上不可能である。

図 2.4aおよび bの混同行列を注意深く調べると、この制約が及ぼした影響を見て取
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図 2.5: Histograms of crystal systems in our dataset before and after data reduction.

ることができる。例として、図 2.4bでは、テストデータの非中心対称な空間群 1、

4、6、8、9が、それぞれ中心対称のminimal isomorphic supergroupsな空間群であ

る 2、11、10、12、15と予測されることが多く認められる。モデルによる誤識別の

内訳を分析したところ、誤識別のうちの 30%（テストデータ件数の 6%に対応）が、

中心対称あるいは非中心対称な空間群の間の混同であることが明らかになった。実

用上は、中心対称を区別できないという制約を認識した上で複数の予測候補を検討

することで対応できるものであると考えられる。原理上、この問題は予測にピーク

強度の情報を取り込むことで解決できるが、実験においてしばしば起こりうるよう

に、選択配向の影響等によってピーク強度比が理想的でない場合、ピーク強度の情

報は逆に予測を妨げるノイズとなる。また、予測に用いる特徴量が増えることから、

学習したモデルを分析する際にはその解釈をより難しくするという課題を生む。本

研究は、将来的に実験への応用を見据えた手法を開発していることと、後述するよ

うにモデルの解釈も重要視していることから、制約を受け入れた上でピーク強度の

情報を用いないことは妥当と結論づけた。

ほか、些細な点として、図 2.4aおよび bの非対角線上にある薄いドット (例とし

て（row, column）表記で (50, 12), (97, 139), (132, 116))は、ごく少数のデータ件数

の空間群についての誤識別が、データ件数で正規化し割合として表記することで強

調されたものである。

空間群と結晶系には階層的な関係があるため、予測した結晶系を空間群予測の特

徴量として用いることで、空間群予測の性能が向上する可能性がある。このように、

複数のMLモデルを組み合わせるアイデアはスタッキングと呼ばれる。Aguiar et al.

[70, 71]は、スタッキングによって電子線回折パターンとMLによる空間群の予測精
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図 2.6: Histograms of space groups in raw ICSD (a) and after reduction which used in

this study (b).

度が向上することを報告している。しかし、我々のケースでは、スタッキングを行っ

ても予測性能は向上せず、逆に悪化することがわかった。この理由として、結晶系

予測での誤識別がノイズとなって空間群予測器の学習に悪影響を与えたことが考え

られる。よって、スタッキングのアイディアは興味深いものの、本研究では採用し

ないものとした。

2.2.4 新物質の実データを用いた分類性能の検証

ここまで、シミュレーションにより用意した粉末XRDパターンを用いて、実験的

なノイズを含まない理想的な条件下における性能を調べた。次に、より実用に近い

条件で予測モデルの性能を検証するため、実際に測定したXRDパターンを用いた

評価を行った。このために、Park et al.による文献 [52]より、Ca1.5Ba0.5Si5N6O3お

よびBaAlSi4O3N5:Eu
2+の粉末XRDパターンを引用した。これらの物質はParkら

によって合成および結晶構造が同定された物質で、ICSDに収録された 1万 9000以

上の結晶プロトタイプのいずれにも属さない非常にユニークな結晶構造をもつため、

本手法を検証するベンチマークとして理想的と考えられる。Parkらによって、測定

したXRDパターンに対する自動ピークサーチにより検出した回折ピークリストが

提供されていることから、このピークリストを出発点として結晶系および空間群を

予測することは、未知試料について構造決定を行う状況を再現していることになる。

文献 [52]の supplementary tables中の表に示されている 2θの範囲が限られているこ

とから、ピークの総数の情報は利用できなかった。そこで、特徴量からピーク総数

を除外し、低角側から 10本のピーク位置だけを用いるようモデルを再訓練した。こ

のモデルを用いて予測を行ったところ、これら 2つの化合物の結晶系を正答しただ

けでなく、畳み込みニューラルネットワーク（CNN）を用いた予測モデル [52]でも

予測に失敗していた、BaAlSi4O3N5:Eu
2+の空間群も正しく分類することができた。

Park らによる同文献中では、定評あるピーク指数付ソフトウェアである
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TREOR[72]を用いてこれら 2つのベンチマーク物質の結晶系を推定し、TREOR

は人間が介入しパラメータを調整しないと適切な結果が得られないと結論づけて

いる。本研究でも、TREORのほか複数の代表的な指数付ソフトウェアを用いて

Ca1.5Ba0.5Si5N6O3およびBaAlSi4O3N5:Eu
2+の粉末XRDパターンについて指数付を

行った（表 2.3）。比較には結晶構造解析ソフトウェアパッケージであるCrysfire2020

に含まれる実装を用い、解析は各ソフトウェアのデフォルト設定で行い、提案され

た格子定数のリストに妥当な解が含まれる場合は表中にチェックマーク、そうでない

場合はバツ印を記した。このことから少なくとも今回のケースにおいては、本研究

で提案する手法は、人間の介入無しに既存のソフトウェアより良い結果を示すこと

が明らかになった。検証に用いた物質群が少ないことから preliminaryな結果ではあ

るものの、わずか 10個の特徴量を用いた古典的機械学習モデルが、1万点のデータ

ポイント（=生のXRDパターン）を特徴量として用いたCNNよりも良い結果を示

したことは注目すべき結果であり、適切な特徴選択の重要性が改めて確認された結

果となった。実験で測定される粉末XRDパターンにおいては、シグナル・ノイズ比

が悪かったり、ピークの重なりがひどかったりして、ピークの数を正しくカウント

することが難しいケースがしばしばある。ピークの総数を使わずに学習した ExRT

モデルでもうまく予測が行えたことは、このような理想的でないデータに対しても

本研究のアプローチが適用できる可能性を示唆するものである。

表 2.3: Comparison of indexing software on Park’s benchmark materials

Material
Software

ITO[73] FJZN[74] TREOR[72] KOHL[75] DICVOL[76] LZON[74] Ours

Ca1.5Ba0.5Si5N6O3 ✓ × × × × × ✓
BaAlSi4O3N5:Eu

2+ × ✓ × ✓ ✓ ✓ ✓

2.2.5 既存のピーク指数付ソフトウェアによる実験

追加のテストとして、本研究で用いたテストデータについて、広く使われている

指数付ソフトウェアである TREORの性能を調べた。回折ピークが 25本以上あり

Triclinic構造ではない物質をテストデータからランダムに 10,000件サンプリングし、

TREORのデフォルト設定で解析した。実験には結晶構造解析ソフトウェアパッケー

ジであるCrysfile2020の一部として配布されているTREOR90を用いた。同梱され

ている trlogを用いてログファイルを機械可読に整形した後、指数付け結果のリス

ト中で、Figure of Merit (FOM)が最大の候補の結晶系を TREORの出力とみなし

た。TREORは指数付けソフトウェアであるため、結晶系が正しくても格子定数が

適切でないケースも考えられるが、結晶系の結果のみに注目した。なお、Triclinic構

造の物質を除外したのは、TREORはデフォルト設定ではTriclinic以外のセルを仮

定して指数付けするためである。10,000件のうち半数以上は trlogによるログファ
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イルの要約処理に失敗し、最終的に 4,413個の結晶構造についてFOMに基づく最適

解を得ることができた。このうちFOM第一候補で結晶系が正しく判別されていたの

は 43.67%であった。この混同行列（図 2.7）ではTrigonalおよびHexagonal system

への誤識別が目立つものの、この理由は不明である。このデータから、前節での議

論同様に、TREORはパラメータの微調整など人間による介入無しでは十分な性能

を発揮できないことが示唆され、スクリーニング等のために大量のデータを自動解

析する用途には不適であると考えられる。

Mon
ocl

inic

Orth
orh

om
bic

Te
tra

go
na

l

Tri
go

na
l

Hex
ag

on
al

Cub
ic

Predicted label

Monoclinic

Orthorhombic

Tetragonal

Trigonal

Hexagonal

Cubic

Ac
tu

al
 la

be
l

0.779 0.086 0.017 0.104 0.014 0.001

0.250 0.397 0.227 0.022 0.104 0.000

0.070 0.057 0.775 0.020 0.031 0.047

0.092 0.121 0.564 0.013 0.193 0.017

0.005 0.024 0.881 0.001 0.062 0.027
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図 2.7: Confusion matrix of crystal system classification with TREOR which

peak-indexing software

2.2.6 実際のXRDパターンを用いた検証

この手法はシミュレーションにより生成された理想的な XRDパターンで訓練さ

れているため、実データにおける不完全性への対応は未だ十分とは言えないものの、

実データに対する現時点での性能を調べることは重要であると考えられる。テスト

用データとして、Le Bailらによって行われたラウンドロビン実験において構造決

定された Sample1-3のデータを用いた。これらは非常に構造決定が難しい物質の例

を含む。これらの物質の詳細についてはラウンドロビン実験のプロジェクトページ

(http://www.cristal.org/sdpdrr2/)を参照されたい。これらの物質について、提

案手法により結晶系と空間群を予測した結果を表 2.4に示す。本手法は、Sample1,2

については乱択よりは良い結果を得たが、Sample3については結晶系・空間群共に

正しい予測は行えなかった。Sample3はフラーレンとBrが disorderして配列した極

めて複雑な構造であり、構造決定には 3年の歳月と多くの試行錯誤を要したことが

プロジェクトページ内で述べられている。この結果は、本研究における提案手法が、
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長い歴史を持つソフトウェアと専門家の試行錯誤を置き換えるには至らないことを

示唆するが、これはごく当然の帰結である。

表 2.4: Symmetry prediction results for Le Bail’s benchmark materials

Material Symmetry Prediction (Top-10 for space groups) Correct?

Sample 1

(Al2F10[C6N4H20])

Monoclinic Monoclinic ✓
P2/c (No. 13) 14, 2, 62, 19, 12, 29, 28, 58, 15, 138 ×

Sample 2

(Sr5V3(F/O/OH/H2O)22)

Monoclinic Orthorhombic ×
P21/c (No. 14) 2, 15, 62, 14, 176, 205, 138, 63, 4, 13 ✓

Sample 3 (C61Br2)
Cubic Orthorhombic ×
I23 (No. 197) 12, 216, 51, 174, 200, 227, 175, 204, 187, 33 ×

2.2.7 機械学習モデルの解析を通じた知識発見

既に表 2.1に示したように、機械学習モデルの予測性能という点では、ごく単純

なアルゴリズムであるKNNと、決定木のアンサンブルである ExRTの間に大きな

差はなかった。しかし、決定木やExRTのような treeベースのアルゴリズムは、学

習により獲得された識別規則の可視化や、予測に用いる特徴量の重要度を算出する

ことが可能な点で、KNNよりも多くの情報を我々に提供してくれる。すなわち、学

習したモデルを慎重に分析することによって、対象とする問題についての洞察を得

ることができる。このような知識は、ある目的に応じた必要十分な効率的実験セッ

トアップ・実験計画のデザインのために役立つ可能性がある。このようにデータ駆

動的に新たな発見を探索することは、いわば、人間が処理しきれない膨大なデータ

をAIに要約させるようなものであり、機械学習においては「知識発見」と呼ばれる

一分野である。以下において、次の 3つの目的のために知識発見の観点から学習済

みモデルを分析する。1）特徴の重要性の評価 2）特徴量（ピーク位置）の数に対す

る分類性能の依存性の調査 3) 結晶系分類における識別ルールの定量化および可視化

まず、結晶系分類における各特徴量の重要度を算出し、表 2.5に示した。特徴量重

要度とは、学習プロセスにおける決定木の生成の際、決定木の枝分かれの品質（=tree

の分割品質）の向上に対する特徴量の貢献度を定量化したものである。この計算方

法にはいくつかのアプローチがあるが、本研究ではGini impurity[47]を treeの分割

基準として用いた。この結果で着目すべき点は、ピーク数および、低角側における

ピーク位置の重要度が高い点であり、これは次のように解釈できる。まず、ICSDに

含まれる結晶構造の格子定数はそのほとんどが一定の範囲に含まれるため、本研究

表 2.5: Feature importances for crystal system classification. Peak n represents the

position of n-th lowest angle peak.

Feature Number of peaks Peak 1 Peak 2 Peak 3 Peak 4 Peak 5 Peak 6 Peak 7 Peak 8 Peak 9 Peak 10

Importance 0.184 0.109 0.089 0.095 0.094 0.084 0.070 0.069 0.063 0.070 0.073
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で用いた 2θ範囲（0◦ - 90◦）内におけるピーク数は、主に結晶の対称性により決定

される。よってピーク数の情報には結晶構造の対称性の情報が含まれ、結晶系の分

類のためにピーク数が重要な変数となることは物理的にもほぼ自明な結果といえる。

一方、低角側のピーク位置が重要となる理由はピーク数ほど自明ではないものの、

これらも同様に結晶の対称性を表現することが示唆された。実験条件が共通の場合、

低角側からピークを 10本選んだとすると、これらの位置は構造の対称性によって決

まる消滅則によって決定される。例として、simple cubic構造を考えた場合、低角

側から順に 001, 011, 111の 3つの反射が現れる。もしこの構造が c軸方向に歪んで

cubicから orthorhombic構造に変わったとすると、もとの 001および 011反射に対応

するピークがそれぞれ 3つに分裂し、場合によってはさらに高次の反射ピークも出

現する。この結果として、低角側 10本のピークのほとんどはこのように対称性の低

下に伴って生じたピークによって占められることになり、低角側から選んだ 10本の

ピーク位置は、cubic構造の場合に比べ、全体的に低角側にシフトすることになる。

同様の議論は、構造相転移を伴わない限り他の結晶系についても成り立つ。よって、

低角側の 2θ領域に多くのピークが生じている場合は対象性が低いことを意味し、そ

の逆もまた然りであることから、ピーク位置の情報が結晶系分類において重要な変

数となる理由が説明される。以上の解釈は専門家の経験則とも矛盾しないものであ

り、また以下で述べるMLモデルの分析において、ピーク位置が分類に果たす役割

を具体的に確認することができる。

近年、特徴量が予測に与える影響を見積もるための手法が多数考案されており、古

くから用いられているGini係数に基づく特徴量重要度に加えて、よりモダンな手法

により特徴量の寄与を分析することは上記の議論を補強する上で重要と考えた。そこ

で、モデルの予測に対する特徴量の寄与を測る手法の代表例である SHAP (SHapley

Additive exPlanations)[77]を用いて、SHAP値を算出した（図 2.8）。SHAPは、ゲー

ム理論において各プレイヤーの寄与を見積もるための指標であるシャープレイ値に

基づき提案されたアイディアで、特徴量重要度と同様に、SHAP値が大きいほどそ

の特徴量が予測結果に対して大きな影響を及ぼすことを示す。図 2.8に示した結晶系

分類における SHAP値は、値の大小関係に関して表 2.5に示した特徴量重要度とほ

ぼ一致していることが確認された。よって異なる指標で一貫した結果が得られたこ

とから、ピーク本数および低角側のピーク位置の特徴量が結晶系分類において重要

な役割を果たすという上記議論の根拠がより補強されたと考えられる。なお、SHAP

値はデータ全体についてだけでなく、個別の各データについて計算することも可能

である。よって具体的な入力データに対して識別の根拠を検討する場合にも SHAP

値を用いることができ、これは学習データ全体に対してのみ計算できるGini係数に

基づいた特徴量重要度に対する優位性である。

次に、モデルの学習に用いるピーク位置の数と、分類精度の依存性をプロットす

ることで、結晶系分類タスクにおけるピーク位置情報の重要性を評価した (図 2.9)。

ここではピーク位置の影響を調べるために、モデルに入力する特徴量からピーク数

を除いて実験した。ほとんどの結晶系では、最低角側から 5,6本のピークで精度が飽
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図 2.9: Classification accuracy vs. number of peak positions used in training.

和し、それ以上のピークを用いても精度の向上はわずかであった。また、複雑な結晶

系ほど同定に必要な情報（ピーク数）が多いという定性的な傾向が明らかになった。

背景でも述べたように、経験豊富な研究者は、複雑な結晶構造を例外とすれば、

XRDパターンをひと目見ただけで結晶系程度の情報を推定することができる。この

ように「熟練者の勘」として知られる経験則は多くの場合曖昧なものであり、定量

的に記述することは困難である。ここでは、入力された粉末XRDパターンが cubic

構造か、そうでないかを予測するシンプルな二値分類タスクを通じて、学習した機

械学習モデルの分析から、熟練者の経験則の具体化を試みた。

ExRTは決定木の多数決により予測を行うアルゴリズムであるため、学習した

ExRTモデルから分類規則を抽出することは困難である。そこで、ExRTを用いる代

わりに、単一の決定木を用いて cubic or notの分類タスクを解いた。アルゴリズム上、

予測に用いる変数選択や treeの分割にはランダム性が含まれることから、乱数シー
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ドを変えて複数回実験を行った。学習及びテストデータは、cubic構造と not-cubic

構造が同数になるようサンプリングした。学習により構成された代表的な決定木と、

決定木が表現するデータの分割平面をを図 2.10に示す。この 2つの決定木は、予測

にわずか 2つの変数のみを用いた深さ 1または 2の単純な tree構造にもかかわらず、

80%を超える驚くべき分類精度を示した。まず着目すべき点として、ピーク総数の

変数が両方の決定木において予測に用いられていることは合理的な規則と考えられ

る。表 2.5でも議論した通り、対称性が高い構造ほどその回折パターンにおける回

折ピークは少なくなることから、回折ピークの本数は結晶構造の複雑さを示す変数

として重要であるといえる。一方で、図 2.10aにおいて、ピーク 3（低角側から数え

た 3本目のピーク）の位置がこの分類タスクにどのように寄与しているか解釈する

ことは、ピーク数の場合ほど自明ではない。この解釈の手がかりとして、図 2.10b

において、cubic構造とそれ以外の構造で、ピーク 3の軸上におけるそれぞれのデー

タの分布が異なっていることが挙げられる。すでに述べたように、特徴重要度の議

論から、低角側のピーク位置は間接的に結晶の対象性を表現し、結晶系分類タスク

において重要な特徴であることが示唆されている。図 2.10bにおけるCubicとそれ

以外の結晶構造におけるピーク 3の分布の違いは、この二値分類タスクに有効な閾

値が存在することを意味し、図 2.10aの決定木はまさにこのしきい値を利用して識

別を行っている。以上の議論より、cubic or notの分類というシンプルなタスクを通

じて、MLモデルを通じた定量的な知識発見の例を示すことができた。また、結晶

系（7クラス）を分類する決定木の分析からも同様の傾向が確認された。

2.3 まとめ

本研究のハイライトについて議論する。本研究ではXRDパターンから高速に結

晶構造の特徴（結晶系および空間群）を予測する機械学習モデルを構成した。学習

データには無機結晶構造データベース（ICSD）から計算した粉末XRDパターンを

用いた。ノイズ等を含まない理想的なデータで学習したものの、開発した予測モデ

ルは実際の粉末XRDパターンにおいても良好な性能を示すことが確認された。予

測モデルの学習に要する時間は一般的な計算機を用いて数分程度であり、実験条件

に合わせた再訓練も容易である。以上より、大量の計測データを高速にスクリーニ

ングする用途に適した予測手法が構成できたと結論づけた。

本研究のもう一つの大きなハイライトは、学習した予測モデルの分析を通じて熟

練者の勘、すなわち暗黙的な経験知の一部を定量的に具体化したことである。材料

科学における多くの実験のパラメータはこれまでの経験則に基づき設定されるため、

データから経験則を具体化するアプローチは、実験設定の最適化にも貢献すると見

込まれる。特に、放射光や中性子ビームを用いた実験ではビームタイムが貴重なた

め、測定時間を有効に使うための効率的な実験デザインが重要である [78–80]。例と

して、測定する 2θ範囲、データポイントの間隔、測定時間などの実験パラメータに

ついて、MLモデルがこれらのパラメータのガイドラインを示すことで、目的に応
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(d) Visualisation of the decision function:

this figure corresponds to (c)

図 2.10: Visualisation of the decision tree classifier for cubic system identification. The

peak position is represented by the length of the scattering vector Q.
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じた必要十分な測定が可能になると見込まれ、測定の効率化と実験リソースの有効

活用に貢献すると期待される。

2.4 手法

2.4.1 粉末XRDパターンデータセットの準備

粉末XRDパターンのデータセットを用意するため、約 19万件の結晶構造が登録

された無機結晶構造データベース（ICSD 2018.1）から、材料分析用Pythonライブ

ラリである pymatgen[81]を用いてXRDパターンを計算した。X線の波長はCu Kα1

特性X線に合わせて 1.5405 Åとし、2θレンジは 0◦ to 90◦とした。ここでノイズ、

バックグラウンド、ピーク幅といった測定における不完全性は考慮しておらず、理

想的な条件のデータセットを準備した。

機械学習においてはデータセットの質がモデルの性能に直結することから、学習

に用いるデータセットに学習のノイズとなる不適切なデータが含まれる場合は、そ

れらを取り除くデータクレンジングが必要である [82]。学習に先立って ICSDを精

査し、以下の理由で約 3万件のデータを除外した。

1. 情報に欠損がある構造 (例：原子座標の欠損): 19,967 件

2. ICSDに登録された空間群と spglib[83]で認識された空間群が一致しない構造：

8,540件　この不一致の原因の一つとしては数値の丸め誤差が考えられる。一

例として不一致の構造の中には原子位置として 0.67を含む構造が見られ、これ

は分数の 2/3に近い数値が粗く丸められたケースと考えられる。しかし、空間

群が一致しない 8,000件以上の構造を個別に分析することは困難であるため、

これらの個別の原因の分析は断念し、これら全てを除外した。hexagonal構造

では原子位置に 2/3を含む構造が多いが、空間群の不一致により除かれた構造

は、ICSDに登録されている 22,953件のhexagonal構造のうち 2,067件（9.0%）

であり、学習データの性質に与える影響は小さいと考えられる。

3. R因子が 20%以上の構造: 948件 リートベルト解析における R因子は、精密

化した構造モデルと計測データ間のズレを意味する。この R因子が大きい場

合、得られた結晶構造の信頼性が低いことを示唆する。

4. 格子定数が巨大な (> 50 Å)構造: 1,022件 これらの構造は非常に複雑で、ア

モルファス物質を近似的に単位格子で記述したものと思われる。この研究では

アモルファス物質を対象としておらず、またこのような外れ値は学習のノイズ

となり性能を悪化させるため、学習データから取り除いた。

5. 格子定数が非常に小さな (< 2.5 Å)構造: 173件 これらは高圧下で測定された

構造と思われる。これらの構造はごくわずかなブラッグピークしか生じず、巨
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大な結晶構造と同様に外れ値であり、学習データには不適切であるため取り除

いた。

本研究では，合計で 169,563個の XRDパターンをモデルの学習に使用した。元の

ICSDおよび、データクレンジング後のデータセットにおける結晶系のヒストグラム

を、図 2.5に示す。ICSDからシミュレーションしたXRDパターンを用いた性能評

価では、訓練データとテストデータを分割する際に、テストデータへのリークの可

能性を減らすため、一般的に用いられるランダムなデータ分割ではなく、日付ベー

スのデータ分割を採用した。材料研究の性質上、母物質に対する不純物を系統的に

変えるなどにより、ほぼ同じ結晶構造を持った物質が数多く合成されることは日常

的であり、それらの構造は ICSDにも採録されている。ICSDから結晶構造をランダ

ムに選択して訓練・テストデータを分割した場合、そうした類似物質が訓練・テス

トデータの両方に含まれる可能性があり、結果的に、テストデータを用いても新物

質への汎化性能を正しく評価できなくなる（データのリーク）。このリークは、テス

トデータを年代のしきい値で分割することで一部緩和されると考えられる。ここで

は、ICSDに 2014年までに採録されたデータ（123,495件）を訓練データとし，2014

年以降に登録されたデータ（46,068件）をテストデータに用いた。モデルの学習に

先立ち、このようにして準備した訓練・テストデータセットの両方で、結晶系や空

間群の内訳に大きな偏りが無いことを確認した。

また、図 2.10 で議論した Cubicの 2値分類用のデータセットは、cubic構造と

non-cubic構造が等しくなるよう、non-cubic構造をアンダーサンプリングして訓練

データを用意し、10分割交差検証で予測モデルの汎化性能を評価した。結晶系の分

類規則の分析では訓練データから各結晶系を 2000件ずつランダムにサンプリングし

たデータセットを用いて決定木の学習を行い、予測性能の評価にはテストデータを

用いた。

2.4.2 機械学習モデルと評価指標

本研究では、以下のMLアルゴリズムを用いた: Logistic Regression[67], K-Nearest

Neighbour[66], Decision Tree[68, 69], Random Forest[64], Extremely randomised

trees [65]。これらのアルゴリズムの実装として、scikit-learn[84]を用いた。各MLモ

デルのハイパーパラメータ調整にはランダムサーチ法を用いた。訓練データ中で 10

分割交差検証を行い、最も良い性能を示したハイパーパラメータを採用した。上記

のMLアルゴリズムのうち、ロジスティック回帰では、データの特徴量変数間のス

ケールを合わせる前処理が必要となる。そこで一般的手順に従って、特徴量の各変

数を平均 0、分散 1に規格化した。

分類性能の指標には、accuracy（精度）、recall、precision、F1-scoreを用いた。前

半 3つの指標は，true-positive（TP）、true-negative（TN）、false-positive（FP）、

false-negative（FN）の数を用いて以下のように定義される。
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Accuracy =
TP + TN

TP + FP + TN + FN
(2.1)

Precision =
TP

TP + FP
(2.2)

Recall =
TP

TP + FN
. (2.3)

そして、precisionと recallを用いて、F1-scoreが以下のように定義される。

F1 = 2× Precision× Recall

Precision + Recall
(2.4)
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第3章 リートベルト解析の自動化

3.1 本章の要旨

リートベルト解析は、粉末回折パターンから結晶構造を得るための代表的なデー

タ解析法である。リートベルト解析は結晶構造モデルと装置関数の設定のために数

多くのパラメータをもつ。適切な解析結果を得るためには、これらのパラメータを

試行錯誤により調整する必要がある。本研究では、リートベルト解析のパラメータ

調整を、機械学習モデルのハイパーパラメータ調整と同じ問題とみなす着想に至っ

た。このパラメータ調整に数理最適化の一分野であるブラックボックス最適化の手

法を応用することで、熟練者と同等以上の精度でリートベルト解析を自動化できる

手法を開発した。
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3.2 背景

粉末X線回折（XRD）パターンから結晶構造の情報を得るために、初期結晶構造

および装置パラメータ等から計算されるXRDパターンを計測XRDにフィッティン

グすることで結晶構造の精密化を行う手法（リートベルト解析）が広く用いられて

いる [24, 25]。リートベルト解析からは結晶構造に関する多くの情報を得られるほ

か、長い歴史をもち信頼のおける手法である一方で、例としてバックグラウンド関

数の選択や、どの変数をフィットあるいは固定するかの選択など、材料の性質とは

独立に多数のパラメータの設定が必要である。この設定は結果に大きく影響するた

め、適切な解析結果を得るためには試行錯誤と熟練が必要とされ、リートベルト解

析は、時に非常に多くの手間と時間を要する工程となっている。粉末XRD測定は

高度に自動化・高速化されており、現代の高輝度放射光施設においては 1日に数百

から数千試料の自動測定が可能である。一方でリートベルト解析は手動かつデータ

1件あたり数時間以上の試行錯誤を要する場合もあり、リートベルト解析に要する

工数が研究の時間的ボトルネックの一つとなっていた [1, 5, 15, 23, 85]。

リートベルト解析のパラメータ調整の複雑さは、解析結果にバイアスと分散の両

方を与える点で、解析を難しくしている。多数の専門家らが同じデータのリートベ

ルト解析を行ったラウンドロビンテスト [28, 86]から、このパラメータ調整の性質

の示唆を得ることができる。このラウンドロビンテストでは、専門家の解析結果は

ほぼ一致し、解析者によらず一貫した結果が得られることが示された。リートベル

ト解析のユーザーの広さを鑑みれば、構造解析を専門としないユーザーもラウンド

ロビンテストに参加していたとすれば、解析結果が解析者に依らないという結論は

棄却された可能性が高いと考える。また同時にこの結果は、専門家の間には暗黙的

に共有されるリートベルト解析のガイドライン、いわば定石が存在することを示し

ている。このような定石は、うまく使われれば解析を効率化しつつ一貫した結果を

与える一方で、解析結果の系統的バイアスをもたらす可能性もある。

私はこれまで、共同研究者の皆様の協力を得ながら、機械学習を材料科学に応用

する研究に取り組んできた。その経験から、機械学習においてもこのリートベルト

解析のパラメータ調整と似た問題が存在し、さらにはそれが近年既に解決されてい

ることに気づいた。多くの場合、機械学習モデルはハイパーパラメータと呼ばれる

いくつかのパラメータを持つ [46, 47, 87]。ハイパーパラメータはモデルの性能を大

きく左右するが、データから学習することができないため人間が予め設定する必要

がある。このハイパーパラメータの調整には経験と試行錯誤が必要とされるため、

思ったような性能が出ない、同じ手法でもハイパーパラメータ調整の差により先行

研究の結果を再現できないなど、多くの問題を引き起こし、研究者や技術者を悩ま

せてきた [50]。ハイパーパラメータの調整作業はハイパーパラメータ最適化（HPO）

と呼ばれ、HPO自体が一つの研究テーマとなっている。HPOにおいて、ブラック

ボックス最適化（BBO）と呼ばれる数理最適化の技術を応用し、ハイパーパラメー

タ調整を自動化する方法が近年数多く提案された。これらの手法を用いることで、
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専門家が手動でハイパーパラメータを調整したモデルを上回る性能を短時間で得ら

れるようになり、HPOにおけるブラックボックス最適化の適用は機械学習モデルの

開発における基盤技術となりつつある。我々は、リートベルト解析におけるパラメー

タ調整の問題が、まさに機械学習における HPOの問題と類似していることに気づ

き、リートベルト解析のパラメータ調整を、ブラックボックス最適化の枠組みで自

動化する着想に至った。

リートベルト解析そのもの [24–37]やソフトウェア [38–41]については、これまで

に非常に詳細な研究がなされている一方で、リートベルト解析の自動化を目指した

関連研究はごく限られている。Powder 3D Parametric [42]は、ユーザーが与えた設

定に従って半自動でリートベルト解析を行うソフトウェアである。このソフトウェ

アは時間分解測定のように、ほぼ同じ設定で測定された多数の回折パターンの解析

を目的としている。SrRietveld[43, 88]はリートベルト解析を自動化するソフトウェ

アツールキットであり、予め与えられた設定に従って、いくつかの典型的な解析を

自動で行うことができる。異なるアプローチとして、リートベルト解析の初期値に

揺動を加えることでリートベルト解析の自動化を試みた研究も報告されている [45]。

AutoFP[44]は、エキスパートシステムに基づくアルゴリズムを用いて、専門家のプ

ロセスをシミュレートすることでリートベルト解析の自動化を目指したソフトウェ

アである。このエキスパートシステムは、経験的な解析手順とシンプルなアイディ

アに基づく if-thenルールの集合として構成されている。最近、強化学習 [89]に基づ

く自動リートベルト解析ソフトウェアである PowderBot[90]が提案された。強化学

習はマルコフ決定過程として定式化された確率的な状態遷移を伴う問題に適してお

り、囲碁などのゲームで大きな成功を収めている。強化学習に基づくアプローチは

アイディアとしては興味深いものの、リートベルト解析は決定論的なプロセスであ

るため、リートベルト解析の自動化という目的には、BBOのようなはるかにシンプ

ルなアプローチで十分と考えられる。単結晶解析では、機械学習を用いた自動結晶

構造解析ソフトウェアである SCARが提案されるなど、精密な解析もかなり自動化

が進みつつあるが、粉末XRDにおいては、BBOをはじめとして機械学習に基づく

アイディアを適用する余地が多分にあると思われる。

3.3 問題の定式化

ブラックボックス最適化は数理最適化の問題設定の一つであり、具体的な関数形

や関数の勾配が不明な状況における関数の最適化を扱う [51]。より具体的には、最

適化する関数の出力を制約の範囲内で最小化あるいは最大化するように、その関数

のパラメータを探索する問題を解くことになる。この最適化問題を解くために、シ

ンプルなグリッドサーチやランダムサーチのほか、遺伝的アルゴリズム、ベイズ最

適化など、様々なアルゴリズムが提案されている。ブラックボックス最適化はその

適応可能範囲の広さから、機械学習モデルの HPOのほか、新材料探索やプロセス

設計など、材料科学においても様々な問題に応用されつつある [91]。
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本研究では、リートベルト解析におけるパラメータ調整を、XRDパターンのフィッ

ティング誤差Rwpを最小化するリートベルト解析の設定を探す BBOの問題として

定式化した。Rwpは初期結晶構造や装置パラメータから計算される XRDパターン

と測定したXRDパターンの差であり、フィッティング結果の評価指標として用いら

れる。xをリートベルト解析の設定、測定および設定 xにより計算されたXRDパ

ターンの i番目の回折強度を yObs
i , yCalc

x,i とし、yObs
i の不確かさの逆数に対応する重

みをwiとすると、Rwpは次のように定義される。

Rwp(x) =

(∑
i wi(y

Obs
i − yCalc

x,i )2∑
iwi(yObs

i )2

)1/2

. (3.1)

このRwpを最小化するBBO問題は次のように定式化できる。

minimise Rwp(x),

subject to c(x) ≥ 0,

x ∈ X,

(3.2)

ここでXはパラメータの探索空間、c(x)は制約関数の集合である。制約関数として

は、物理的に無意味な結果を棄却するための制約や、計算コストの制約などが必要に

応じて導入できる。本研究では、その定義から要請されるように、原子の熱振動因子

が非負値であることのみを制約として導入した。ここで、提案手法の概要図を図 3.1

に示す。BBOで最適化する対象として、バックグラウンド関数と次数、フィットする

変数の指定等の 13個（表 3.1）を選び、ベイズ最適化の一種であるTree-structured

Parzen Estimator（TPE）[48, 49]を用いてこの最適化問題を解いた。すなわち、あ

る設定でリートベルト解析を行って得られたRwpをもとに、さらに小さいRwpを与

えると思われる設定を TPEで生成して再度リートベルト解析を行うという試行を

200回繰り返した。200回のうち最初の 20回ではランダムサーチを行っている。繰

り返しになるが、提案手法で探索しているのはリートベルト解析の設定であり、初

期パラメータ（初期結晶構造、装置パラメータなど）はBBOによる最適化の対象外

である。Python APIが充実していることから、リートベルト解析ソフトウェアには

GSAS-II[38]を、TPEの実装にはOptuna[92]を用いた。エキスパートシステムに基

づく自動リートベルト解析法であるAutoFP[44]と比較するため、同文献よりY2O3

および Dy0.5Sr0.5MnO3 (DSMO)の粉末XRDパターン（Cu管球を用いて一般的な

粉末X線回折装置で測定）を用いて、提案手法の性能を検証した。実験には 18コア

2.3GHz CPU、RAM 256GBの計算機を用いた。

また、リートベルト解析の結果の指標として、Rwpに加えて goodness-of-fit (GOF)

も用いた。GODの定義は次で与えられる。

GOF =

∑
i wi(y

Obs
i − yCalc

x,i )2

Nobs − p
, (3.3)

ここでNobsは計測したXRDのデータポイント数、pはリートベルト解析であては

める結晶構造および装置関数モデル中の変数の数である。なお、この指標は異なる
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名前で呼ばれる場合もあり、GSAS-II [38]ではGOF、FullProf [39]においてはχ2と

呼ばれる。

図 3.1: Overview of the BBO-Rietveld approach. An optimiser iteratively samples a new

promising configuration and then runs a Rietveld refinement software with the sampled

configuration. A refined crystal structure that achieves the best fit is obtained as a final

output.

3.4 結果および考察

Y2O3およびDSMOの最適化履歴を図 3.2, 3.3に示す。図中のTPEが提案手法に

よる結果であり、TPEの初期設定に用いる乱数を変えて 100回実験した平均と中央

値のプロットも合わせて示した。各実験で、100回の試行に要する計算時間は並列化

無しで 30分程度であった。TPEによる最適化の進行に伴ってRwpおよびGOFが減

少し、Y2O3とDSMO両方で、平均して 100回程度の試行で熟練者およびAutoFP

（既存手法）よりRwpおよびGOFが小さい結果を得ることができた。

Y2O3およびDSMOについて、BBOにより得られたRwp最小のフィット結果と結

晶構造を示す（図 3.4）。いずれの物質についても、適切に XRDパターンがフィッ

ティングされ妥当な構造が得られたことが確認された。

また、探索の安定性を評価するため、Y2O3とDSMOそれぞれについて乱数を変

えた 100回の実験において得られた最小のRwpのヒストグラムを示す（図 3.5）。驚

くべきことに、Y2O3で 90回、DSMOで 99回は熟練者による結果よりも小さいRwp

を得ることができた。以上より、BBOに基づく提案手法により、少なくとも今回の

ケースでは熟練者と同等以上の性能で自動リートベルト解析が実現できることが示

された。またここで注目すべき点として、TPEが 2つの物質で安定して良い結果を

与えた一方で、Y2O3（標準試料の例）では健闘したAutoFPが、DSMO（新物質の

例）では良い設定を発見できなかった点が挙げられる。この結果は、AutoFPに用い
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表 3.1: List of optimised parameters. The parameter type “conditional” means that the

parameter search space depended on the other parameters.

Parameter Parameter type Search space

initial 2θ bound refinement categorical {True,False}
initial 2θ lower bound (deg.) real [15, 130] for Y2O3,

[15, 80] for DSMO

initial 2θ upper bound (deg.) real/conditional [l+20, 150] for Y2O3,

[l+20, 100] for DSMO

(l is the initial 2θ

lower bound)

background function categorical {Chebyshev, cosine,
Q2 power series,

Q−2 power series,

linear interpolate,

inverse interpolate,

log interpolate}
degree of background function integral [1, 15]

background refinement categorical {True,False}
instrument zero position refinement categorical {True,False}
sample shift X refinement categorical {True,False}
sample shift Y refinement categorical {True,False}
scale factor refinement categorical {True,False}
peak shape refinement (Gaussian: U, V, W) categorical {True,False}
peak shape refinement (Lorentzian: X, Y) categorical {True,False}
peak shape refinement (SH/L) categorical {True,False}

られている慣用的なルールが既知物質について過剰に適合し、新規物質について汎

化できていないことを示唆している。本研究で提案する手法では、経験的なルール

の導入を避け、リートベルト解析を純粋に最適化の問題として扱っているため、対

象が既知物質かに関わらず安定した性能を発揮することが見込まれる。

BBOにより得られた結晶構造の質について、以下でDSMOを例に議論する。TPE

の乱数を変えた 100回の実験におけるRwp最小の結晶構造について、データの次元

を圧縮する手法の一つである多次元尺度構成法 [93, 94]を用いて、結晶構造同士の

類似度を可視化した（図 3.6）。図中の各点が 1つの結晶構造に対応し、図中の距離

が構造の類似度に対応する。右下には熟練者による結果に近い結晶構造が緩いクラ

スターを形成しており、熟練者による手動解析と同等の構造を自動で得ることがで

きたことが確認された。これらの構造の原子位置を表 3.2に示す。また、図の左上

には外れ値の構造が確認できる。この構造では、O1の x座標が熟練者による結果に

比べ 10 %異なっており、他の構造とは全く異なる局所解の一つであると考えられる

（表 3.2d）。

この構造は 2つの酸素原子間で熱振動因子 Uisoの値が大きく異なっており、質量

が近い原子の Uisoは同等であるべきという慣用的な criteriaに照らせば棄却される
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(a) (b)

図 3.2: Optimisation history for Y2O3. (a) Optimisation history of Rwp. (b) Optimisation

history of GOF. The curves show the optimisation history of Rwp and the optimisation

history of GOF for Y2O3. In both metrics, our proposed method exceeded human expertise

at around 100 evaluations.

べき結果であった。しかし、この構造のRwpは熟練者による手動解析の結果よりも

小さく、実験結果を十分によく説明している構造の候補と考えられる。この外れ値

と、TPEによるRwp最小（bestfit）の結晶構造を可視化すると、Mn-O間の結合角

が異なっていることが見て取れる（図 3.7）。bestfit（図 3.7a）ではMn-Oがジグザ

グ状に結合した構造をとる（熟練者による手動解析結果も同様）のに対して、外れ

値の構造（図 3.7b）においてはMn-Oの結合がほぼ真っすぐである。この構造の違

いは、Mn間の磁気的結合をはじめとして、物性に影響を与えるに十分な差と考えら

れる。またDFT計算を用いてこれらの結晶構造の total energyを計算したところ、

外れ値の構造は、bestfitを含めた他の構造よりも total energyが大きく、他の候補

に比べて相対的に不安定であることが示唆された（図 3.6b）。

このように、人間の労力や思い込み無しに複数の候補を提案できることは、自動

化の大きなメリットであり、従来型の試行錯誤とそれをシミュレートするエキスパー

トシステムという標準的な手法を超えて、これまで気づかなかった新しい発見を導

く可能性がある。また、BBOを使う専門家は、従来のガイドラインやDFT計算に

よるエネルギーの見積もり等、様々な知識に基づいて BBOによる構造候補リスト

を検討し、いつでも不適切な解を排除することができる。これまでの熟練者による

手動分析でリートベルト解析のパラメータ設定に経験的な制約を用いていた背景に

は、パラメータの探索空間を制限して、できるだけ早く有効な解に到達するという

目的もあったと考えられる。しかし、本研究で提案するBBOを用いた自動リートベ

ルト法は、手動よりはるかに効率的に多数のパラメータの組み合わせを評価し、候

補構造を提案することができる。つまり、時間を節約するために用いられる制約は

もはや不可欠ではなくなったと言える。
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(a) (b)

図 3.3: Optimisation history for DSMO. (a) Optimisation history of Rwp. (b)

Optimisation history of GOF. The curves show the optimisation history of history of

Rwp and the optimisation history of history of GOF for DSMO. The result of AutoFP

in (b), GOF = 3.56, is omitted. In both metrics, our proposed method exceeded human

expertise at around 100 evaluations as same as the case of Y2O3.

3.5 まとめ

ここまでの結果は、本研究で提案する BBOアプローチの信頼性の高さを示して

おり、専門知識を持たない多くの実務者にもリートベルト解析を利用可能にすると

期待される。また、パラメータを試行錯誤するプロセスを自動化することによって、

より良い結果が得られるだけでなく、機械学習におけるHPOがそうだったように、

手動で試行錯誤するうちに意図せずして蓄積される人為的な結果の偏りやバラつき

を排除することで、解析者によらず解析結果の品質を安定させることが期待される。

また、実用上、計算時間に対する効率も重要である。本研究では一般的ワークス

テーション（2.3GHz 18コアCPU、256GB RAM）を用いて、1件の回折データに

対する一連の探索（200回の試行）を 1時間以内で行うことができた。また、一般的

なノート PCを用いても実用的な時間内で実行できることを確認した。また、並列

化によっても一連の自動リートベルト解析に要する実行時間を改善できる。同じ試

行回数の場合、一般的に並列最適化の性能は逐次最適化よりもわずかに劣るが、最

適化のワーカー数が nの場合、実行時間は 1/n程度に加速される。リートベルト解

析を行う専門家の数を増やすことは困難である一方、計算機資源を増やすことは比

較的容易であり、これもまた計算機を用いた自動化の利点である。

データ解析結果に解析者由来の人為的な分散やバイアスが含まれたり、解析結果

の品質が解析者によってばらつくといった問題は、リートベルト解析に限らず他の

研究分野でもしばしば生じる問題であると考えられる。本研究で提案した BBOを

用いたデータ解析自動化のアプローチはシンプルながら強力であり、このアプロー

チは他の分野の同様の問題にも容易に適用できると考える。

54 Chapter 3 鈴木 雄太



機械学習を用いた結晶構造の分析と物質空間の可視化

(a) (b)

図 3.4: Riteveld plots. (a) Rietveld plot of Y2O3 with the best configuration. (b) Rietveld

plot of DSMO with the best configuration. The refinements with the best configurations

achieve good fits for Y2O3 (Rwp = 6.610%, GOF = 1.748) and DSMO (Rwp = 9.211%,

GOF = 2.130).

3.6 手法

3.6.1 実装の詳細

定式化した BBO問題 (Eq. 3.2)を解くために、リートベルト解析ソフトウェア

GSAS-II [38]と自動HPOフレームワーク Optuna[92]をPython上で組み合わせた。

TPEを用いて、表 3.1に示したリートベルト解析のパラメータ群をRwpを最小化す

るよう最適化した。これらのパラメータの初期値はGSAS-IIのデフォルトパラメー

タを用いた。リートベルト解析における結晶構造パラメータ（例：格子定数、原子位

置）の初期値は、文献 [44]で提供されている結晶構造データを用いた。TPEは高い

性能を示す上に複雑な設定を必要とせず、実数型、カテゴリー型、条件型のパラメー

タを含む最適化を扱うことができる点で、今回の目的に適した強力なアルゴリズム

である。TPEは、過去の評価結果（パラメータおよび対応するRwpの値のペア）に

基づいて、新たな有望なパラメータをサンプリングし、そのパラメータでGSAS-II

によるリートベルト解析を実行することを繰り替えして最適化を行う。リートベル

ト解析の手順は、以下の一般的なガイドラインに従った。1）はじめに着目する 2θ範

囲の設定、2）バックグラウンドの精密化、3）2θのゼロ点補正と unit cellパラメー

タの精密化、4）サンプルの displacementパラメータおよび回折パターンのスケー

ルの精密化、5）原子パラメータの精密化、6）ステップ（1）で設定した 2θ制約を除

いたパターン全体の精密化。なお、最適化においては、Uisoが非負という物理的要

請を制約として導入し、もしUisoが負になった場合はペナルティとしてRwpとして

大きな定数（= 109）を返すことで、物理的に無意味な解に至ることを防いでいる。
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(a) (b)

図 3.5: Histograms of Rwp with optimised configurations. (a) Histograms of Rwp for

Y2O3. (b) Histograms of Rwp for DSMO. The values for AutoFP are taken from Ref. [44].

The result of AutoFP for DSMO, Rwp = 12.8%, is omitted.

3.6.2 結果の可視化

図 3.6に示したように DSMOの結晶構造の特徴をMDSで可視化するため、ま

ずMDSの適用前に、データ（各原子の位置およびUiso）の各変数の値を平均 0、分

散 1に正規化した。MDSの実装には、Python用の機械学習ツールキットである

scikit-learn[84]を用いた。

3.6.3 DFT計算

DFT計算は平面波基底を用いた第一原理計算ソフトウェアQuantum Espressoを

用いて行った。計算におけるエネルギーカットオフは 35 Ry、k点メッシュの分割数

は (kx, ky, kz) = (1, 1, 1)、ポテンシャルにはウルトラソフト型擬ポテンシャル [95]

を、交換相関汎関数にはPBE（Perdew-Burke-Ernzerhof）を用いた。DSMOではDy

と Srがサイト上で 1:1に混合している。total energyの計算にこの効果を取り込むた

め、各結晶構造候補についてDyと Srの配置の全ての組み合わせ（4通り）でDFT

計算を行い、これら 4通りのうち最小の total energyの値をその構造の結果として

採用した。このDSMOの原子配置を図 3.8に示した。また計算に際しては産業技術

研究所 機能材料コンピュテーショナルデザイン研究センターの安藤康伸氏にご助言

をいただいた。
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Best by BBO (Rwp = 9.211%)

Similar to human expert
by BBO (Rwp = 9.577%)

Best by human expert (Rwp = 9.775%)

Another interesting candidate by BBO (Rwp=9.484%)

Best by BBO (-562761 eV)

Similar to human expert
by BBO (-562759 eV)

Best by human expert (-562760 eV)

Another interesting candidate by BBO (-562745 eV)

(a)

(b)

図 3.6: MDS visualisation of DSMO. Each point in this figure represents a crystal structure

of DSMO refined with the 100 configurations optimised by BBO (i.e., 100 crystal structures

with the best Rwp among 200 configurations from each of 100 runs) or the crystal structure

refined with the best configuration by the human expert. These points are colored by its

Rwp (a) and total energy (b).
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表 3.2: Refined results of DSMO with different methods. The atom positions are indicated

in fractional coordinates. The numbers in parentheses are standard uncertainties obtained

from Rietveld refinement.

(a) Best by BBO (Rwp = 9.211%, GOF = 1.748).

Atom x y z Uiso Site

Mn1 0.0000 0.5000 0.0000 0.0059(4) 4b

Dy1 0.0037(7) 0.0253(1) 0.2500 0.0148(3) 4c

Sr1 0.0037(7) 0.0253(1) 0.2500 0.0148(3) 4c

O1 0.5623(29) -0.0070(11) 0.2500 0.0058(50) 4c

O2 0.2738(22) 0.2840(19) 0.0315(15) 0.0208(31) 8d

(b) Best by human expert (Rwp = 9.775%, GOF = 1.855).

Atom x y z Uiso Site

Mn1 0.0000 0.5000 0.0000 0.0066(5) 4b

Dy1 0.0040(8) 0.0253(2) 0.2500 0.0154(18) 4c

Sr1 0.0040(8) 0.0253(2) 0.2500 0.0154(18) 4c

O1 0.5669(30) -0.0084(12) 0.2500 0.0125(50) 4c

O2 0.2738(23) 0.2833(19) 0.0288(16) 0.0176(31) 8d

(c) Similar to human expert by BBO (Rwp = 9.577%, GOF = 1.817).

Atom x y z Uiso Site

Mn1 0.0000 0.5000 0.0000 0.0067(4) 4b

Dy1 0.0036(9) 0.0254(2) 0.2500 0.0153(3) 4c

Sr1 0.0036(9) 0.0254(2) 0.2500 0.0153(3) 4c

O1 0.5733(40) -0.0067(13) 0.2500 0.0129(50) 4c

O2 0.2741(24) 0.2833(19) 0.0272(16) 0.0172(30) 8d

(d) Another interesting candidate by BBO (Rwp = 9.484%, GOF = 1.799).

Atom x y z Uiso Site

Mn1 0.0000 0.5000 0.0000 0.0065(4) 4b

Dy1 -0.0064(7) 0.0251(1) 0.2500 0.0156(3) 4c

Sr1 -0.0064(7) 0.0251(1) 0.2500 0.0156(3) 4c

O1 0.5176(80) -0.0075(10) 0.2500 0.0058(50) 4c

O2 0.2760(18) 0.2723(19) 0.0446(11) 0.0287(30) 8d
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Best fit Outlier
O1

O2
Mn

Sr, Dy

(a) Oblique view

Best fit Outlier

(b) b-axis view

図 3.7: Refined crystal structures of DSMO obtained in different settings. Bestfit and

Outlier correspond Best by BBO and Another interesting candidate by BBO in Fig. 3.6,

respectively.
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図 3.8: Arrangement of Dy̧ and Sr in the crystal structure of DSMO
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第4章 マルチモーダル深層距離学習と

物質空間の可視化

4.1 本章の要旨

広大な材料空間の中から所望の材料を見つけ出すことは手間のかかるプロセスで

あり、試行錯誤による材料開発は、暗い部屋の中で手探りで物を探すような苦労を

伴う。材料開発を加速するためには、材料の構造と機能の関係（構造物性相関）を理

解することが重要である。ディープラーニングに代表される近年の機械学習の進歩

により、材料のベクトル表現（embedding）を学習することで、材料間の潜在的な関

係を分析することができるようになった。しかし、学習のための材料データのアノ

テーション（ラベル付け）には専門的な知識および計算や実験を含む高いコストを

要するため、大規模な無機材料データを対象とした材料間の関係の分析はほぼ手つ

かずであった。本研究では、Deep Neural Networkおよび自己教師あり学習の枠組み

を用いて、人間による明示的なアノテーションを一切使わずに、12万以上の結晶構

造から、材料 embeddingを学習することに成功した。本研究で得られた embedding

の分析から、銅酸化物超伝導体やリチウムイオン電池材料などの材料間の深い類似

性、すなわち「材料コンセプト」が認識されていることが明らかになった。これに

より、様々な材料コンセプトを網羅した材料空間の大規模な地図の作成と、材料間

の機能的類似性の定量的比較が可能になった。

4.2 背景

無機材料の示す多様な特性は、その結晶構造に由来する。結晶構造がバンドギャップ

や形成エネルギーなどの基礎的物性に与える影響は構造物性相関（structure-property

relationship）として知られ、物性物理における重要なトピックとして興味の対象と

なってきた [96, 97]。一方、材料科学の論文中では、「超伝導体」[98]や「永久磁石」

[99]、「電池材料」[100]など、材料のより高度な物性（機能）が議論される場合が多

い。しかし、構造物性相関を拡張し、ある機能がどのような構造に起因するのか、

つまり構造と材料の機能の関係（structure-functionality relationship）を理解するこ

とは、材料科学の大きな課題である。本研究では、このような機能レベルでの材料

同士の類似性を「材料コンセプト」と呼ぶことにする。材料科学では、これまで材

料の特定の機能を実験および理論的分析の地道な積み上げにより理解することで、
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文字通りボトムアップ的に新しい材料を探索してきた [96–100]。しかし、このアプ

ローチは極めて大きな労力を要するために探索対象は限定的とならざるを得ず、多

彩な物性・機能を示す材料がこれまでに多数報告されているにも関わらず、それらの

材料空間の全体像を把握することは困難であった。構造と機能の関係に基づいて次

世代の材料を発見するためには、結晶構造を通して材料コンセプトをトップダウン

で俯瞰できる手段、すなわち「材料空間の地図」が必要があると考える。本研究で

は、結晶構造データと深層学習を組み合わせ、結晶構造の特徴を捉えた抽象的なベ

クトル表現の空間を学習することで、この野心的目標の実現を目指す。この表現空

間は、1）材料全体の大局的な視点では材料の各コンセプトを認識し、2）より個別

の視点では材料間の機能レベルの類似性指標を備えていることが理想的であると考

える。本研究では、材料の機能を捉えるために、材料が本質的に備えるマルチモー

ダルな構造属性を利用することに着目した (図 4.1)。この背後にある仮説は、「材料

のコンセプトは結晶構造に由来した本質的な性質であり、大量の構造データから材

料間の構造的類似性を詳細に分析することによって、材料の機能レベルの類似性を

捉えることができる」というものである。

本研究では、Materials Projectのデータベースに登録された無機材料のうち122,543

種類の結晶構造を分析した。このデータセットは、既存の実用的な無機材料の大半を

カバーしていると考えられる。まず初めに主要な結果を紹介する。図 4.2aは、深層

学習を用いて材料の結晶構造を 1024次元の抽象的なベクトル（embedding）にマッ

ピングし、そのベクトル表現の空間を可視化したものであり、いわば材料の世界地図

にあたる。この 1024次元の embeddingを可視化するために、元の高次元空間におけ

る局所的な距離をなるべく保ったままでより低次元にデータをマッピングする次元

削減技術である t-SNE（Stochastic Neighbour Embedding）を用い、各 embedding

を 2次元で表現した。各材料の類似性を結晶構造から自明に説明することは、熟練し

た研究者であっても困難と考えられるが、驚くべきことに、この図では各材料がそ

の材料コンセプトに基づいて様々なクラスターを形成していることが明らかになっ

た。（図 4.2a中のアノテーションを参照）。

大規模データの複雑かつ多様な特徴と関係性を分析するためには、機械学習（ML）

やディープニューラルネットワーク（DNN）が重要な技術となる [1, 82]。画像認識

や自然言語処理を筆頭に、これらの技術の活用によって様々なブレイクスルーが生

み出されてきた。マテリアルインフォマティクスにおいても同様に、これらの技術

に基づく手法を用いて、人間の手作業では困難だった課題の解決がなされつつある。

例えば、物性予測のために材料データを記述する特徴量を設計する場合、DNNによ

る学習ベースの特徴量が従来の手作業により設計された特徴量よりも優れた性能を

示すことが報告されている [101–112]。同様に、人間が手動では取り扱えない大規模

な材料データを分析したり [56–59, 113]、材料空間を可視化するために [56–59]、表現

学習（representation learning）と呼ばれるアプローチが注目されている。これは各

材料について、その抽象的な性質を反映した embeddingと呼ばれるベクトル表現を

得ることを目的とする技術である。本研究も、この表現学習のひとつとして位置づ
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けられる。これまでに報告されている研究では、材料の特徴量生成のためにDNNを

用いる研究、材料データを対象とする表現学習いずれにおいても、材料間の本質的な

関係性や類似性の明示的な学習は実現されていない。特に、既存の表現学習 [56–59,

113]は、embeddingを得るために代理タスク（例：物性予測 [57, 58]、自然言語処理

タスク [113]）を用いてDNNを訓練し、そのDNNにデータを入力して得られる中

間層出力を embeddingとみなすことで、間接的に材料表現を獲得している [57, 58]。

代理タスクに基づくこのようなアプローチでは、多数あるDNNの層のうちどの層

から embeddingを得るべきか、また、取り出した embeddingベクトル間の距離や類

似性を測るために、どのような指標を用いるべきかが不明瞭である。

本研究では、大量のデータと DNNを用いることで材料のコンセプトを捉えた

embeddingを自律的に学習できることを実証する。コアアイディアとして、「結晶

構造が物質の特性を決定する」という原則に基づくことで、人間による教師情報の

アノテーションなしに、結晶構造のみから材料コンセプトを発見することを目指す。

このために、本研究では結晶構造の集合のみを学習データとして用い、具体的な材

料特性（例：「超伝導体」や「磁石」といったラベル、超伝導転移温度や磁化などの

物性値）や化学組成（例：LiCoO2）に関するアノテーションは一切用いていない。

さらに、既存研究でDNNの学習に代理タスクを用いているために生じる問題点を

解決し、embeddingの関係性を明示的にモデル化するために、表現学習には、Deep

Metric Learning（DML）[55]と呼ばれる枠組みを用いる。DMLはデータ間の類似

性尺度を学習するMLの問題設定であり、代替タスクを用いる表現学習と異なり、

embedding間の距離を直接最適化するようにDNNの学習がなされる。また、クラ

スラベル等のアノテーションがなされた学習データを用いて教師あり学習として行

われる [55]一般的なDMLとは異なり、先述の通り本研究では結晶構造データのみ

からアノテーション無しに自律的にMLモデルを学習する。

4.3 結果および考察

DNNの学習は、現在のDNNを用いて入力データに変換を加え、DNNの出力が

理想的出力（例：正解）に対してどのぐらい離れているかを測り、そのズレを修正す

るようにDNNのパラメータを更新する一連の作業を繰り返すことで行われる。す

なわち、何らかの教師情報と、現在のDNN出力と理想的な出力とのズレを測る指

標（loss関数）が必要である。例として、一般的な回帰問題であれば、教師情報に

は予測対象となる数量（例：バンドギャップ）を用い、loss関数には平均二乗誤差や

平均絶対誤差が使われる。今回はDNNを結晶構造のみから（教師情報のアノテー

ション無しで）自律的に学習させるため、教師情報の与え方に工夫を加えた。この

鍵となるアイディアは、無機材料を記述する 2つの相補的な構造的特徴（結晶構造

の局所構造と周期性）を表現するペアの入力に対して、統一的な embeddingを学習

することである（図 4.3a）。提案手法では、結晶の局所構造は、原子をノード、原子

間の結合をエッジとみなしたグラフ構造に変換されて記述される。そして結晶構造
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の周期性は、結晶構造から計算されたXRDパターンによって表現される。XRDパ

ターンは、ブラッグの法則とフーリエ変換を用いて、結晶構造から理論的に計算す

ることができる。本研究では、結晶構造とXRDを入力とする 2つのDNNエンコー

ダーを同時に学習し、この 2つの異なる入力に対して一貫した埋め込みを行うよう

にDNNを最適化する。この学習手法は一見複雑に見えるが、実際は以下の非常に

シンプルな戦略である。i) 入力された結晶構造とXRDパターンが同じ材料に対応

する positive pairでは、2つの embeddingベクトル間のユークリッド距離を小さく

し、ii) これらの入力が異なる材料に対応する negative pairでは、逆に距離を大きく

する。この原理でDNNを学種するために、本研究では loss関数として双方向 triplet

lossを設計した（Fig.4.3b）。より詳細な学習方法については、手法のセクションを

参照されたい。MLの観点からは、本研究の自律的学習アプローチは、自己教師あ

り学習に分類される。一般的な教師あり学習では、データに対してアノテーション

が別途与えられるのに対して、自己教師あり学習は、対象とするデータ自身が半自

動でアノテーションを与える問題設定である。他の自己教師あり学習の例としては、

自然言語処理において、文章の一部を意図的に欠損させておき、その欠損部分を推

定させるタスク [53]や、画像認識において、入力画像に切り抜きや回転等の加工を

加え、その加工に対して不変となるようネットワークを学習させる応用 [114]などが

ある。

学習により獲得した embedding空間が上述の望ましい性質 2つを備えるかどうか

を確認するため、以下で embeddingの性質を精査する。具体的には、1）embedding

の全体の分布を t-SNEによる可視化を用いて分析する。2）結晶構造の類似性を適

切に捉えているか調べるため、いくつかの重要な材料について embedding空間にお

ける近傍を定性的に分析する。地図のアナロジーを用いれば、分析 1は世界地図の

スケールで embedding空間を分析することに、分析 2は重要地点の周辺をクローズ

アップして調べることに相当する。分析 2では、社会的なインパクトの大きさおよ

び、複雑な結晶構造と多様な特性を備える点で、高温超伝導体、リチウムイオン電

池材料、磁性材料をベンチマークに用いた。

4.3.1 Embedding空間全体の分析

embedding空間の t-SNEを用いた二次元可視化 (図 4.2a)を精査すると、材料の

コンセプトに関する知見と一致した様々なクラスターが見て取れる。以下でその代

表例について述べる。まず、異なるアニオン（X）を持つダブルペロブスカイト構

造（A2BB’X6）について、一連のクラスターが地図の左端と中央に沿って存在し、

同じ結晶プロトタイプを持つ物質群を形成している。この結果は、本研究の提案手

法が、結晶中の各原子サイトの局所的な原子環境を適切に区別しながら、結晶全体

の構造的な類似性を捉えていることを示す。加えて、地図の左下には、代表的な 2

次元物質である遷移金属ダイカルコゲナイド [115]が、原子の積層構造に応じたクラ

スターを形成している。上端には、極めて密度の低い構造を持つ不安定な仮想物質
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のクラスターがあり、結晶構造が物性を支配する最も単純な例の一つを示している

（詳細は図 4.6a も参照）。これらの一連の結果は、物質の物理的性質に関するアノ

テーションが無くとも、結晶構造のみから物質の物理的性質に関する情報を得られ

ることを示している。

この地図における興味深い発見の一つは、図左端にある銅酸化物超電導体のク

ラスターである。このクラスターには、最初に発見された銅酸化物超伝導体である

La-Ba-Cu-O系や、その近くに、よく知られた高転移温度 (Tc)超伝導体であるYBCO

（YBa2Cu3O7, Y-123）などが含まれる。これらの超伝導体は共通して、超伝導に不

可欠な構造であるCuO2 plane[98]をもつ。この銅酸化物超伝導体クラスターの形成

は、提案手法による embeddingにおいて、この特徴的な構造が認識されていること

を示唆する。このクラスターをさらに詳しく調べると（図 4.2b）、構造的な特徴を持

つサブクラスターが近傍に存在していることが見て取れる。Y-123系とその派生で

あるY-124系は、CuO chainに関連して構造が類似しているが（図 4.2c参照）、こ

の類似性は自明に言えるものではなく、アノテーション無しにこの類似性が認識さ

れていることは驚くべき結果であった。さらに、銅酸化物超電導体の超伝導発現機

構における重要な要素であるブロック層と呼ばれる局所構造に従って、Bi, Tl, Pb,

Hgを含む他の主要な銅酸化物超電導体が、それぞれのクラスターを形成しているこ

とを確認した。これらの物質が地図上で近接していることは、embeddingが銅酸化

物超伝導体の結晶構造の特徴、ひいては構造と機能の関係を捉えているという本研

究の主張を裏付けるものであると考える。

また、t-SNEによる可視化によって、結晶構造に基づく材料空間を俯瞰すること

ができる。提案手法の成功を示す最も簡単な指標は、材料地図内の元素の分布であ

る。電子配置が似ている原子やイオンは、同じまたは類似した結晶構造を持つ材料

を構成するため、embeddingの学習がうまくいけば、各元素を含む物質の分布はク

ラスター状になると予想される。 図 4.4において、周期表の形で、各元素を含む物

質を地図中で青色でハイライトして示した。予想された通り、図 4.4には、青色の

クラスターが周期表上の縦横（周期及び族）方向に類似した分布を示すことが見て

取れる。地図のメタファーを用いれば、これらの分布は「アルカリ金属台地」、「3d

遷移金属地方」、「レアアース山」などと形容でき、embeddingが結晶構造における

元素間の挙動の類似性を捉えていることを示している。さらに、同様に t-SNEによ

る embeddingの可視化を用いて、物理量と元素の分布における関連性を調べること

ができる点も確認した（図 4.6b, 4.6c)

4.3.2 Embeddingの intrinsic dimensionの分析

本研究で学習した各 embeddingは、1024点のデータポイントで記述されるデータ

であり、1024次元の高次元ベクトルといえる。ここまでこのベクトルを t-SNEによ

り 2次元に次元削減して可視化し議論したが、この可視化の妥当性について見積も

るため、データの本質的な次元すなわち intrinsic dimension（ID）の分析を行った。
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機械学習における基礎的なアイディアとして、見かけ上高次元なデータであっても、

実際にはデータはより低次元な部分空間に分布している（多様体仮説）[46]という

考えがある。次元削減による可視化はこの仮説を元にしていることから、本質的な

IDを見積もることにより、次元削減した可視化が、データの本来の様子をどの程度

反映しているかの示唆を得ることができる。

まずデータ全体のグローバルな IDを推定するため、主成分分析（PCA）に基づ

いて IDを推定するアルゴリズムの一つである Fukunaga-Olsen法 [116]を用いて分

析を行った。これにより見積もられたグローバルな IDは 14で、データポイント数

である 1024次元に比べれば比較的小さいものの、学習した結晶構造 embeddingは

本質的に高次元であると考えられる。よって t-SNEにより 2次元に圧縮した可視化

では多くの情報が失われていることが示唆され、これらの可視化はおおまかな定性

的傾向として解釈することが適切と考えられる。

データは空間中に局所的な構造を持って分布する場合もあり、その場合データは

局所的に異なる IDをもつ。これを調べるため、各データ点近傍のローカルな IDを

同様に分析した。これは各データ点の k近傍についての ID分析を繰り返すことによ

り見積もることができ、今回は k = 25として分析を行った（なお、Fukunaga-Olsen

法は、PCAを基づく手法を、データ全体ではなくデータを各点の近傍の集合に分

割してからPCAを適用するよう拡張したアルゴリズムであり、グローバル ID推定

でもローカル ID推定同様の計算を行っている）。こうして推定したローカルな ID

をカラーマップとして t-SNE上で可視化し、図 4.7に示した。なお計算量の関係に

より、embeddingからランダムに 10%を抽出し計算および可視化した。各点の色が

embedding空間におけるそのデータ点近傍の IDを示している。見積もられたロー

カルな IDは最小値 2、最大値 17となった。図 4.7中において、周辺部に IDが低い

物質群のクラスターが形成されていることが見て取れる。これらは図 4.2aにおいて

周辺部に特定の材料群のクラスターが形成されていることと対応しており、同じ材

料群は embedding空間中でも比較的低い IDをもった均質なクラスターを形成して

いることが示唆される。一方で図 4.7の中央部は IDが高く、t-SNEによる 2次元可

視化ではうまくデータの構造を表せず、データが絡み合った複雑な構造のように見

える。この領域では特定の材料群として解釈できるクラスターが少なく、図 4.2aに

おいても解釈を与えることが難しかったが、この困難はデータの高い IDに由来する

本質的な難しさであると考えられる。

4.3.3 Embedding空間における近傍の分析

次に、学習した結晶構造の距離が材料の機能レベルでの類似性を認識しているか

どうかを検証するため、いくつかのベンチマーク材料について、embedding空間にお

ける近傍を調べた。学習プロセスにおいて embeddingベクトル同士の距離の最適化

にはユークリッド距離を用いているため、embedding近傍を分析するための距離関数

にもユークリッド距離を用いた。まず初めの例として、常圧で最も高いTc (134 K)を
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もつ高温超伝導体であるHg-1223の近傍を分析した。驚くべきことに、1番目および

2番目の近傍は、同じHg系高温超伝導体であるHg-1234およびHg-1212であった。

これら 2つの物質は高い Tc(125 K および 90 K)を示すが、Hg-1223とはブロック層

の数が異なっている [117]（図 4.5a）。さらに、Hg-1223の近傍 50件のリストを調べ

ると、Tl-2234 (Tc = 112 K), Tl-2212 (Tc = 108 K), and Tl-1234 (Tc = 123 K)[118]

といったTl系の主要な高 Tc超伝導体をはじめ、多数の高温超伝導体が含まれるこ

とがわかった（表 4.1）。結晶構造と Tcとの間のメカニズムは、結晶構造から直ちに

類推できる自明なものではない。これらの結果から、提案手法が結晶構造と機能の

抽象的な関係を成功裏に学習し、これらのギャップを効果的に埋めていることが示

唆された。

次に、今日の我々の生活を影で支える材料である、リチウムイオン電池材料につ

いて考察した。リチウムイオン電池は、新材料の発見およびその構造・組成・物性

の解明によって発展してきた歴史を持ち、その技術的ボトルネックは、エネルギー

密度や製造コストの点でカソード（正電極）にある [100]。よってここでは、最初に

発明され、かつ依然として主流なカソード材料である LiCoO2の近傍を調べた。驚

くべきことに、3つの主要なカソード材料のうち 2つ、すなわち、層状物質およびス

ピネル系 [100]のカソード材料が LiCoO2の近傍に見つかった（図 4.5b）。より具体

的には、LiCoO2と同様に、遷移金属Mを含んだ層状構造をもつLiMO2ファミリー

が、LiCoO2の近傍 top10件に存在することが分かりました。この中には、その中に

は、重要な電池材料であるLiNiO2系も含まれる（表 4.2）。もう一つの重要な物質群

であるスピネルは、LiCoO2の近傍 51番目に LiNi2O4が、200番目に LiCo2O4が見

つかった。また三大カソード材料群のうち、残りの一つであるポリアニオンファミ

リーは、LiCoO2の近傍には見つからなかったものの、図 4.2aの上端にクラスター

を形成している。興味深い事実として、これらの 3つのファミリーは全て、ノーベ

ル賞受賞者である John Goodenoughらのグループが開発したものである [100]。以

上の結果は、これまで世界で最も優秀な頭脳を持った研究者達でなければ発見でき

なかった電池材料の概念的な類似性を、本研究の embeddingが捉えたことを示すも

のと考えられる。

なお、本手法では、構成元素の一部を他の元素に置換したスーパーセルで記述さ

れた構造（例：Li4Co3NiO8 = LiCo0.75Ni0.25O2）についても、見かけ上のセルの大

きさに影響されることなく、元の材料との類似性を適切に認識している。この優位

性は、従来の特徴量を用いた embeddingと比較すると顕著である（表 4.2）。この結

果は、提案手法が、見かけ上の構造の違い（原子数や unit cellの大きさなど）に対

して不変で、本質的な構造の特徴を認識していることを示している。

以上の詳細な分析より、本研究で提案するMLモデルが、結晶構造の背後にある、

物質の機能レベルの類似性を、明示的なアノテーション無しで認識しているという

結論が一貫して支持された。本提案手法を用いることで、データ表現としては非構

造化データである結晶構造について、その抽象的特徴を捉えたまま、構造化された

データ（固定長のベクトル）としての表現を獲得できる。これは結晶構造データを
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計算機とアルゴリズムを用いて取り扱うための大きなハードルを取り除くものであ

り、様々な応用が期待される基盤技術である。この具体的なユースケースの一例と

して、有用な特性を備えた材料が発見された場合に、この embedding空間における

材料コンセプトの類似性に基づいて、既存の材料データベースの中から同じ特性を

備える材料をスクリーニングできるようになると期待される。

4.4 まとめ

本研究では、DNNを用いて、結晶構造のみから物質の埋め込みを自律的に学習で

きることを実証した。得られた embedding空間について、グローバルな分布と局所

的な近傍の両方の観点から注意深く分析することで、この空間が材料の機能レベル

の類似性や、材料の概念を認識していることが確認された。今回開発した材料空間

の可視化技術や結晶構造間の類似性評価技術は、材料間の新たな関係性の発見や、

有望な材料候補のスクリーニングに役立つと考えられる。これらの技術は人間の持

つ先入観や思い込み、クセといったバイアスによる影響を受けないため、新しい材

料観を生み出し、人間の持つ知識の壁を打ち破る助けとなることが期待される。さ

らに、結晶構造の機能性を考慮した表現空間を構築することは、MIにおける究極的

な目標の一つである「所望の特性を備えた材料の inverse design」[8, 82]への第一歩

となる。本研究のワークフローにより、所望の特性を備えた材料を機能空間におい

て設計し、その設計図を合成可能な結晶構造に逆マッピングすることが可能になる。

本研究が、MLを用いた材料の発見・設計のブレークスルーにつながることを期待

している。

4.5 手法

データの取得と前処理

本研究では、データソースとしてMaterials Projectを用いた。単原子結晶を除い

た 5元系までのデータを 2020年 7月 8日にMaterial Project APIを用いて収集した

ところ、122,543件（Materials Project全体の 93%）になった。さらに、学習には用

いなかったものの、結果の考察のために熱力学的安定性のデータを 2020年 10月 14

日に追加で取得した。材料の可視化にはVESTA[119]を用いた。XRDパターンの計

算には pymatgen[81]を用い、X線の波長は 1.54184 Å (Cu Kα)とし、 2θレンジは

10◦から 110◦まで 0.02◦刻みとした。したがって、1本のXRDパターンは 5000次元

のベクトルとして表現される。学習を安定させるために、各XRDパターンのピー

ク強度の最大値を 1にスケーリングした。
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4.5.1 ニューラルネットワークの設計

図 4.3aに示すように、本研究では2種類のDNNを embeddingエンコーダとして使

用した。結晶構造のエンコードのためには、任意の個数の原子（すなわち、unit cellに

含まれる原子）の集合を、原子の順番に対して不変な方法で、固定長の embeddingベ

クトルに変換する必要がある。このために、本研究ではCrystal Graph Convolutional

Neural Networks (CGCNN)[104]を用いた。CGCNNへの入力として、unit cell内の

原子の 3次元ポイントクラウド（原子配列）は、各原子をノードとし、他の原子と

の近接（半径 8 Å以内）によってエッジが定義されるグラフ表現に変換される。グ

ラフ内の原子は、原子特徴ベクトルとして表現され、3つのグラフ畳み込み層とグ

ローバルプーリング層を経て、単一の固定長の特徴ベクトルに変換される。XRDパ

ターンについては、XRDパターンのエンコーディングに関する既存の研究 [52]に

従って設計された、標準的なフィードフォワード 1次元畳み込みニューラルネット

ワーク（CNN）を使用した。各ネットワークの最後に、3つの完全連結層を配置し、

最終的に 1024次元の embeddingベクトルを出力した。本研究における自律学習ア

プローチでは、学習時にこれらのエンコーダーの一方は、もう一方のエンコーダの

出力によって自律的に教師情報を与えられるため、2つのエンコーダを同時に学習

すると、標準的な教師あり学習に比べて学習が不安定になる傾向があった。そこで、

学習を安定させるためには、最終的な線形出力層を除いたすべての畳み込み層/線形

層の直後に、batch normalisation [120]が必要であることを発見した。

学習の手順

各学習イテレーションステップで、N件の入力データからなるバッチが処理される。

xiおよび yiを、i-th番目の同じ材料の結晶構造およびXRDに対応した embedding

ベクトルのペアとする（ポジティブペア）。各ポジティブペア (xi,yi)について、学

習に使う双方向 triplet lossを計算するため、学習バッチの中から 2種類のネガティ

ブサンプル（x′
i および y′

i）をランダムにサンプリングする。これらは他の物質の結

晶構造およびXRDに対応する。

L(i)
nx(xi,yi,x

′
i) = max(0, ∥xi − yi∥ − ∥x′

i − yi∥+m), (4.1)

L(i)
ny(xi,yi,y

′
i) = max(0, ∥xi − yi∥ − ∥xi − y′

i∥+m), (4.2)

ここでネガティブサンプル x′
iは、lossの値を正（L

(i)
nx > 0）にするため {xk}k ̸=iの

中からサンプリングされる。 また、y′
iは同様に {yk}k ̸=iの条件の中から選ばれる。

この lossの図解は図 4.3bに示した。ここで、m > 0はマージンと呼ばれるハイパー

パラメータである。方程式 4.1は、基本的には、各 embedding yiに対して、そのネ

ガティブサンプル x′
iを yiを、ポジティブペア同士の距離（∥xi − yi∥）にマージン

を加えた半径の円から取り除こうとする (図 4.3bの上部右の赤点)。方程式 4.2も同

様の議論で定義される。よって、これらの lossは、ある embeddingがクエリとして
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与えられたときに、そのペアの embeddingがクエリの最近傍となることを保証する

よう設計されている。なお、マージンmの値は出力される embeddingのスケールに

のみ関連するため、この値は非常に柔軟に設定できる。ここでは，m = 1とした。

次に、双方向 triplet lossは，バッチ内のすべてのサンプルの lossの平均として，以

下のように計算された。

L =
1

2N

N∑
i=1

(L(i)
nx + L(i)

ny), (4.3)

この定式化は、以前にクロスモーダル検索の分野で使われていた loss関数 [121]に

類似しているが、よりシンプルな形になっている。バッチサイズNを 512に設定し、

確率的勾配降下法を用いてこの loss関数を最適化した。optimiserにはAdam [122]

を用い、学習率は 10−3の定数として、データセットに含まれるすべての対象物質に

ついて，合計 1000エポック学習した。学習にはNVIDIA V100 GPUを 1台使用し

て約 1日を要した。
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Self-supervised
deep metric learning

XRD calculation
self-supervision

Crystal structure

XRD pattern

Embedding vector
1024 dimensions

Visualisation in 2D spaceAtom positions
3D vectors

Atom species
one-hot vectors

XRD pattern vector
intensity (5000 dimensions)

HeH Cx y z

Search for cenceptually
similar materials

Diamond
Ruby

Entity

Composition

XRD pattern

Spectroscopy

Name

Band structure

CDiamond

a

b
Attributes

Crystal structure

図 4.1: Our strategy for learning materials concepts. a, Diamond as an example

material and its various attributes showing different information of diamond in different

data forms, or modalities. Since each attribute has its own advantages and disadvantages

in expressing a material, using multiple attributes for a material can provide a more

comprehensive view of the material. Particularly, the combination of the crystal structure

and the X-ray diffraction (XRD) pattern, which we employ in this study, is known to well

reflect two complementary structural features of materials, the local structure and the

periodicity[97]. b, Our goal is to represent each material as an abstract constant size vector

(embedding) whose distances to other embeddings reflect conceptual (functionality-level)

similarities between materials. These embeddings allow us to visualise the materials space

intuitively and also to search for conceptually similar materials given a query material. We

learn embeddings from pairs of crystal structures and XRD patterns in the framework of

deep metric learning. This cross-modal learning approach trains deep neural networks by

teaching them that each pair should represent the same material entity. Because the XRD

pattern can be theoretically calculated from the crystal structure, this learning can be

performed in a self-supervised manner without any human annotations for the materials

dataset.
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Unstable compounds
(intermetallic compounds)

Li-ion battery materials
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(A2BB'X6)

Perovskite (RMO3)

Cuprate 
superconductors

La-based family

a

b c Y-123 (YBa2Cu3O7)
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b
a

Y-123

Y-124
Y-based family

Rare earth compounds

図 4.2: A map of the materials space. a, A global map of the materials space, plotted

via a t-SNE visualisation of the embeddings. Each point corresponds to an individual

material that is encoded by the trained crystal-structure encoder. The map was annotated

with cluster labels through manual inspection. b, A close-up view of a cluster of cuprate

superconductors in the materials space. c, Crystal structures of Y-123 and Y-124 families,

which are closely distributed in b. The CuO chain in Y-123 and the double CuO chain

in Y-124, which is similar to vertically repeating Y-123, are important features of YBCO

superconductors.
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Crystal structure 
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図 4.3: Overview of self-supervised deep metric learning for representation

learning of materials. a, The proposed network architecture, including two separate

DNNs to encode the crystal structures and XRD patterns into unified embedding

vector representations. To account for respective input data forms (Fig. 4.1b), the

crystal-structure encoder employs a DNN for point clouds while the XRD pattern encoder

employs a 1D convolutional neural network. b, A schematic view of proposed bidirectional

triplet loss. This triplet loss is used to simultaneously train the two DNN encoders to

output embeddings that are close together when the input crystal structures and XRD

patterns are paired (red-coloured x and y) and far from one another when the inputs are

not paired (x and y vs others). More details are given in the Methods section.

76 Chapter 4 鈴木 雄太



機械学習を用いた結晶構造の分析と物質空間の可視化

Lanthanoid

Actinoid

図 4.4: Elemental distributions within the material embedding space. t-SNE

plots of the embeddings are laid out on the periodic table, coloured blue or grey according

to whether each material contains the corresponding element or not. Similar distributions

in the vertical and horizontal directions (groups and periods) of the table indicate that the

embeddings successfully capture the behavioural similarities between elements in crystal

structures. “n.a.” means no material containing the element is found in our dataset.
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Query
Hg-1223 (HgBa2Ca2Cu3O8)

Block layer
(Ba)

Superconducting layer
(CuO2)

First nearest neighbour
Hg-1234 (HgBa2Ca3Cu4O10)

Second nearest neighbour
Hg-1212 (HgBa2CaCu2O6)

c

b

Cu
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b Spinel family
LiCo2O4 (No.253)

CoOLi

LiNi2O4 (No.51)

Ni
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Ni
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Fe

図 4.5: Crystal structures of queries and nearest neighbours. a, Crystal structures

of the Hg-1223 superconductor and its first and second nearest neighbours, Hg-1234 and

Hg-1212, in the embedding space. These are all Hg-based copper oxide superconductors

with high Tc and are built on two important components, namely, block layers and

superconducting layers. Placing these close-kin materials, yet with different numbers

of superconducting layers, as close neighbours suggests that the embedding captures the

conceptual similarity in their structures. See also Table 4.1 for the top-50 neighbour list

of Hg-1223, in which more superconductors with high Tc are found. b, Crystal structures

of the well-known lithium-ion battery cathode material LiCoO2 and its neighbours in the

embedding space. The layered and spinel families, which are two major types of the

cathode materials, were identified in the neighbourhoods. See also Table 4.2 for the list

of the top-50 neighbours, in which more layered-family materials are found.
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Energy above hull (eV) Band gap (eV) Magnetisation (T)a b c

図 4.6: Physical property distributions within the material embedding space.

t-SNE plots of the embeddings are coloured according to the physical properties: energy

above the hull, band gap, and magnetisation. These plots show clusters of materials

with similar physical properties, indicating that the embeddings capture the property

similarities between materials. a, The distribution of energy above the hull (eV). A

large value of energy above the hull indicates that a material is unstable. A cluster of

unstable compounds containing sparse unsynthesisable crystal structures was identified

on the upper left. b, The distribution of the band gap (eV). The distribution overlap of

large-bandgap materials in this figure and oxides in Fig. 4.4 demonstrates a well-known

connection between the band gap and oxygen. c, The distribution of magnetisation

(T). Materials with large magnetic moments have higher composition ratios of magnetic

elements such as Mn, Fe, Co, and Ni and are particularly studied in the rare-earth

permanent magnet research. The distinct yellow cluster in the top right of this figure

contains intermetallic compounds of the magnetic elements and rare-earth elements (e.g.,

Ce, Pr, Nd, and Sm), as evident from Fig. 4.4 where the distributions of these elements

overlap in this area.

Local intrinsic dimension
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図 4.7: Distributions of the local intrinsic dimension within the material

embedding space. t-SNE plots of the embeddings are coloured according to the local

intrinsic dimension of the each data point (= 1024 dim embedding vector).
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表 4.1: The top-50 neighbours of Hg-1223 in comparison with hand-crafted

descriptors.

No. Formula ID Formula ID Formula ID
Query Ba2Ca2Cu3HgO8 mp-22601 Ba2Ca2Cu3HgO8 mp-22601 Ba2Ca2Cu3HgO8 mp-22601

1 Ba2Ca3Cu4HgO10 mp-1228579 Sr4TlFe2O9 mp-1218464 Tl(CuTe)2 mp-569204
2 Ba2CaCu2HgO6 mp-6879 Ba2La2Ti2Cu2O11 mp-1214655 CaLa2BiO6 mvc-15176
3 Ba6Ca6Cu9Hg3O25 mp-1228760 CeY4Mg5 mp-1226574 PtC4S2(IO)2 mp-1102535
4 Sr2CaCu2(BiO4)2 mp-1218930 Ba6Nb2Ir(ClO6)2 mp-558113 Ba2FeReO6 mp-31756
5 Ba10Ca5Cu10Hg5O31 mp-1229139 Ba6Ru2Pt(ClO6)2 mp-554949 Hg(SbO3)2 mp-754065
6 SrCa2Cu2(BiO4)2 mp-1208800 Ba2Nd2Ti2Cu2O11 mp-557043 Ba2CuWO6 mp-505618
7 Ba8Ca4Cu8Hg4O25 mp-1228371 Ba4ScTi4BiO15 mp-1228157 CaLa2WO6 mvc-15479
8 Ba2Ca3Tl2(CuO3)4 mp-556574 La3ZnNi3 mp-18573 Ba2YTaO6 mp-12385
9 Ba2Mg3Tl2(WO3)4 mvc-129 Zr4WC5 mp-1215364 TlCdTe2 mp-998919

10 Ba2TlV2O7 mvc-2978 Nd3GaCo3 mp-1103877 TlCuPd2 mp-1096374
11 Sr2YCu2(BiO4)2 mp-1208863 Y4Ti6Bi2O21 mp-1216208 LaTlAg2 mp-867817
12 Sr2LaCu2HgO6 mp-1208803 Sm3HoS4 mp-1219190 In3Au mp-973498
13 Ba2CaTl2(CuO4)2 mp-573069 Ba3Bi(BO2)9 mp-1200141 CeTlAg2 mp-867298
14 Ba4CaCu6(HgO8)2 mvc-15237 AgRhO2 mp-997106 Cs2WBr6 mp-541753
15 Ba4Ca4Cu6Hg2O17 mp-1228265 YbSm3S4 mp-1215523 TlIn3 mp-1187742
16 Ba2AlTlCo2O7 mvc-2977 Ca4Cd3Au mp-1227562 In3Pt mp-1184857
17 Sr8Pr4Cu9(HgO8)3 mp-1218674 InAg4 mp-1223819 Ca4Cd3Au mp-1227562
18 Ba6Ca3Cu6Hg3O19 mp-1228161 Sr4ZrTi3O12 mp-1218457 Cd3Pt mp-1183641
19 Ba8Ca8Tl7(Cu4O13)3 mp-1204270 Ce3Ni2Ge7 mp-1213875 Ag3Au mp-1183214
20 Ba4Ca4Tl3Cu6O19 mp-542197 Ba2YTlV2O7 mvc-2994 Mn4BiSb3 mp-1221739
21 Ba6Ca6Tl5Cu9O29 mp-680433 Te3Au mp-1217358 NdTlAg2 mp-974782
22 Ba2AlTlCo2O7 mp-1266279 Nd3Cu4(P2O)2 mp-1209832 HgI3 mp-973601
23 Ba2Ca2Tl2Ni3O10 mvc-3067 Ba4Zn4B14Pb2O31 mp-1194514 TlCdIn2 mp-1093975
24 Ba2Ca2Tl2Cu3O10 mp-653154 Ba6Na2Nb2P2O17 mp-556637 CePd2Pt mp-1226474
25 Ba2Ca2Tl2Co3O10 mvc-3021 Ba2Tb2Ti2Cu2O11 mp-505223 PmHgRh2 mp-862913
26 Sr2CaCu2(BiO4)2 mp-555855 Sc2TlCu3S5 mp-1209018 Sr2LaCu2HgO6 mp-1208803
27 Ba4Tl2Cu2HgO10 mp-561182 Eu(GaGe2)2 mp-1225812 NdPd2Pb mp-1186317
28 Ba6Ca12Cu15Hg3O37 mp-1229082 AgTe3 mp-1229041 PmTlRh2 mp-862967
29 BaCuReO5 mvc-7248 Sm3GaCo3 mp-1105102 Cd3Ir mp-1183645
30 Ba2Ca3Tl2(FeO3)4 mvc-145 Nb4Rh mp-1220441 HgPd3 mp-1184658
31 Sr10Cu5Bi10O29 mp-667638 La3(Al2Si3)2 mp-1211155 SnPd2Au mp-1095757
32 Ba2Ca3TlCu4O11 mp-1228589 Ce2In8Pt mp-1103614 PmTlAg2 mp-862966
33 Ba2Ca3Tl2(CuO3)4 mp-556733 CaNb2Bi2O9 mp-555616 Rb2LaAuCl6 mp-1113498
34 La2B3Br mp-568985 Ce2In8Ir mp-1207157 VAg3HgO4 mp-1216423
35 BaTl(SbO3)2 mvc-10727 Tc6BiO18 mp-1101632 In2SnHg mp-1097125
36 Sr10Cu5Bi10O29 mp-652781 Sb3Au mp-1219474 PrBiPd2 mp-976884
37 Ba2Tl2Zn2Cr3O10 mvc-3164 Sr4LaCl11 mp-1218463 TlIn3 mp-1216611
38 Ba2Ca2Tl2Fe3O10 mvc-3027 LaBiS2O mp-1078328 Cd2AgPt mp-1096169
39 Ba2Ti3Tl2O10 mvc-2939 HfNb4CN4 mp-1224363 Rb2CeAuCl6 mp-1113397
40 Sr2TaAlCu2O7 mp-1251503 MoN mp-1078389 In2SnPb mp-1223808
41 Ba2Mg3Tl2(SnO3)4 mvc-10576 YZnGe mp-13160 Cd2AgPt mp-1183537
42 Sr2AlTlCo2O7 mp-1252241 Pr3(Al2Si3)2 mp-571302 Ag2PdAu mp-1096329
43 Ba2AlTlV2O7 mp-1265780 Sr2(BiPd)3 mp-1207133 Ag3AuS2 mp-34982
44 Ba2CaTl2(CuO4)2 mp-6885 Na3HoTi2Nb2O12 mp-676988 PmRh2Pb mp-862958
45 Sr2LaCu2(BiO4)2 mp-1209034 Sr2YCu2BiO7 mvc-280 PmPd2Pb mp-862950
46 Ba2AlTlV2O7 mvc-3002 Na3DyTi2Nb2O12 mp-689927 Sr2PrTlCu2O7 mp-1208792
47 Ba2Mg3Tl2(FeO3)4 mvc-28 Rb3NaRe2O9 mp-1209462 InAg2Au mp-1093943
48 Sr2DyCu2(BiO4)2 mp-1209149 Sr3Fe2Ag2S2O5 mp-1208725 Ag2SnBiS4 mp-1229127
49 Ba2CuHgO4 mp-6562 Ba2Pr(CuO2)3 mp-1228546 Sb3Au mp-29665
50 Ba2Tl2W3O10 mvc-3144 Ce3(Al2Si3)2 mp-29113 PmAg2Pb mp-862876

Our embedding Sine Coulomb MatrixEwald Sum Matrix

We compare the top-50 neighbours of the Hg-1223 superconductor obtained by using our

embedding and two hand-crafted descriptors (Ewald Sum Matrix and Sine Coulomb

Matrix)[110]. The query material, Hg-1223 (HgBa2Ca2Cu3O8), has the highest known Tc

(134 K) at ambient pressure. Quite impressively, the neighbour list obtained by our

embedding seems to be completely filled with superconductors, including the well-known

Hg-1224 (No.1) and Hg-1212 (No.2) as well as Tl-based high-Tc superconductors such as

Tl-2234 (No. 8), Tl-1234 (No. 32), and Tl-2212 (No. 44). By contrast, the lists obtained

by the two existing descriptors contain irrelevant materials rather than superconductors.
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表 4.2: The top-50 neighbours of LiCoO2 in comparison with hand-crafted

descriptors.

No. Formula ID Formula ID Formula ID
Query LiCoO2 mp-22526 LiCoO2 mp-22526 LiCoO2 mp-22526

1 Li14MgCo13O28 mp-769537 LiNiO2 mp-25587 LiCoO2 mp-1222334
2 Li4Co3NiO8 mp-867537 Co(HO)2 mp-24105 CoHO2 mp-27913
3 Li3Fe(CoO3)2 mp-761602 LiFeO2 mp-1222302 LiCoF2 mp-1097040
4 Li3(CoO2)4 mp-850808 LiNiO2 mp-25316 LiCoN mp-1246462
5 Li3MnCo3O8 mp-774219 Li2NiO2 mp-19183 Li2CoN2 mp-1247124
6 Li20(CoO2)21 mp-532301 MgMnN2 mp-1247154 Be5Co mp-1071690
7 Li3CrCo3O8 mp-849768 Li2CaCd mp-1096283 Be3Co mp-1183423
8 Li3MnCo3O8 mp-758163 NiO2 mp-25210 Be2Co mp-1227342
9 Li8FeCo9O20 mp-764865 LiFeOF mp-775022 CoCN mp-1245659

10 Li3Co2NiO6 mp-765538 MnO2 mp-1221542 Li3Co mp-976017
11 Li3CrCo3O8 mp-759149 Co(HO)2 mp-625939 Li2CoO2 mp-755133
12 Li3TiCo3O8 mp-757214 Co(HO)2 mp-625943 Li2CoO2 mp-755297
13 Li4MgCo3O8 mp-754576 Li2CuO2 mp-1239022 Be12Co mp-1104193
14 Li5Co2Ni3O10 mp-769553 CoO2 mp-1062939 CoO2 mp-1181781
15 Li(CoO2)2 mp-552024 NaCoO2 mp-1221066 CoO2 mvc-13108
16 Li14Co13O28 mp-777836 NiO2 mp-634706 Co(HO)2 mp-626708
17 Li3(NiO2)5 mp-762165 MgMnO2 mp-1080243 Co(HO)2 mp-625939
18 Li2CoO2F mp-764063 LiCuF2 mp-753098 Co(HO)2 mp-625943
19 Li2(CoO2)3 mp-758539 Ni(HO)2 mp-625074 Co(HO)2 mp-24105
20 Li5Fe2Co3O10 mp-769566 CrO2 mp-1009555 CoO2 mp-1062939
21 Li2CoNi3O8 mp-752703 CoHO2 mp-27913 CoO2 mp-1062643
22 Li10Fe3Co7O20 mp-760848 NaLi2As mp-1014873 CoO2 mp-556750
23 Li7Co5O12 mp-771155 LiNiO2 mp-25411 CoH3 mp-1183678
24 Li3(NiO2)4 mp-755972 Li2CoO2 mp-755133 CoH mp-1206874
25 Li9Ni15O28 mp-759153 LiCuO2 mp-754912 CoO2 mp-1063268
26 Li20Co21O40 mp-685270 CrN2 mp-1014264 CoN mp-1008985
27 Li7(NiO2)11 mp-768079 MgCr mp-973060 CoN mp-1009078
28 Li2(NiO2)3 mp-762391 Ni(HO)2 mp-1180084 FeHO2 mp-755285
29 Li4Co2Ni3O10 mp-778996 Co(HO)2 mp-626708 LiFeO2 mp-1222302
30 Li2Co3NiO8 mp-757851 Ni(HO)2 mp-27912 LiFeO2 mp-19419
31 LiCoNiO4 mp-754509 VO mp-19184 CoBO3 mp-1183397
32 Li4(NiO2)7 mp-774600 Be4AlFe mp-1227272 LiFeOF mp-775022
33 Li(CoO2)2 mp-774082 FeO2 mp-1062652 LiNiO2 mp-25411
34 Li(CoO2)2 mp-752807 LiCoF2 mp-1097040 NiHO2 mp-1067482
35 Li8(NiO2)11 mp-758772 LiFeO2 mp-19419 Li4Co(OF)2 mp-850355
36 Li3CoNi3O8 mp-774300 Na2NiO2 mp-752558 NiHO2 mp-999337
37 Li2CoNi3O8 mp-1178042 Li2CuO2 mp-4711 LiNiO2 mp-25587
38 Li7(NiO2)8 mp-690528 Li2CoO2 mp-755297 LiNiO2 mp-25316
39 Li10Co3Ni7O20 mp-769555 MgCr mp-1185858 LiFeO3 mp-1185320
40 Li7Ni13O24 mp-758593 Sc2CO mp-1219429 LiFeN mp-1245817
41 Li9Co7O16 mp-1175506 MnBO3 mp-1185996 CoNF3 mp-1213745
42 Li3Cr(CoO3)2 mp-761831 VN mp-1001826 LiNiO3 mp-1185261
43 Li2Co3NiO8 mp-778768 NiHO2 mp-999337 Li4FeN2 mp-28637
44 Li2FeCo3O8 mp-1177976 CrO mp-19091 LiNiN mp-29719
45 Li4Co3(NiO4)3 mp-777850 Ni(HO)2 mp-625072 Be3Fe mp-983590
46 Li3Al2CoO6 mp-1222591 VN mp-925 NiO3 mp-1209929
47 Li(NiO2)2 mp-752531 GaH6N2F3 mp-1224894 Be5Fe mp-1025010
48 LiFeO2 mp-19419 Fe(HO)2 mp-626680 Li2FeO2 mp-755094
49 Li4AlNi3O8 mp-1222534 CrN mp-1018157 Be12Fe mp-1104104
50 Li3CoNi3O8 mp-757871 VN mp-1018027 FeB2 mp-569376

Sine Coulomb MatrixOur embedding Ewald Sum Matrix

We compare the top-50 neighbours of LiCoO2 obtained by using our embedding and two

hand-crafted descriptors (Ewald Sum Matrix and Sine Coulomb Matrix)[110]. The query

material, LiCoO2, is one of the most crucial lithium-ion battery cathodes. In the list of

our embedding, the many neighbours of LiCoO2 are occupied by LiCo1-xMxO2 families

with the same layered structure as LiCoO2 but partly substituted with different

transition metals M. While most of our list is filled with lithium oxides, the other two

lists obtained by the existing descriptors do not suggest this consistent trend.

Chapter 4 鈴木 雄太 81



機械学習を用いた結晶構造の分析と物質空間の可視化

参考文献

1. Lookman, T., Alexander, F. J. & Rajan, K. Information Science for Materials

Discovery and Design (Springer, 2015).

8. Zunger, A. Inverse Design in Search of Materials with Target Functionalities.

Nature Reviews Chemistry 2, 0121 (2018).

46. Bishop, C. M. Pattern Recognition and Machine Learning (Springer-Verlag,

New York, 2006).

52. Park, W. B. et al. Classification of Crystal Structure Using a Convolutional

Neural Network. IUCrJ 4, 486–494 (2017).

53. Mikolov, T., Chen, K., Corrado, G. & Dean, J. Efficient Estimation of Word

Representations in Vector Space. arXiv:1301.3781 [cs]. arXiv: 1301 . 3781

[cs] (2013).
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第5章 結論

5.1 本研究のまとめ

本研究では、材料開発における計測データ解析が、熟練と試行錯誤を要するため

に研究の時間的ボトルネックになっている点に着目し、機械学習を応用した自動デー

タ解析法を開発することにより、データ解析な飛躍的な加速を目指した。加えて、

いわば「AIに教えることで学ぶ」の精神で、これまでは具体化されてこなかった暗

黙知の具体化や、解析者のクセや思い込みによって見逃されてきた結果の発見にも

取り組んだ。

計測データ解析自動化のターゲットとして、材料の結晶構造の分析に広く普及して

いる粉末XRDデータの解析を選んだ。粉末回折データにおける結晶系や空間群の同

定および、それに続くリートベルト解析は、測定データに一致するよう様々な解析条

件を試行錯誤する必要がある点で、（特に、構造が複雑な場合は）しばしば骨の折れる

仕事となる。まず前者については、教師あり学習を用いることで、極めて高速に（1ms

程度で）XRDパターンから直接、結晶系や空間群の候補を提示できるようになった。

この手法は複雑な構造をもつ材料の実際のXRDパターンにおいても検証され、CNN

や既存の指数付ソフトウェアと比較しても優れた性能を示すことが確認された。リー

トベルト解析については、解析パラメータの調整に手間がかかるという課題を、「測

定データに対するフィッティング誤差を最小化する解析パラメータを探す」最適化問

題とみなして、数理最適化の一種であるブラックボックス最適化の枠組みで解くこと

により、リートベルト解析の自動化および、30分程度で熟練者と同等以上の精度を得

ることを可能にした。従来は熟練した研究者が手作業で数時間以上かけて行っていた

解析操作が全自動化されたことは大きなインパクトがあるものと考えられ、開発した

ソフトウェア（BBO-Rietveld https://github.com/quantumbeam/BBO-Rietveld）

は既に国内外の大学や民間企業に導入され技術指導を行った実績があるほか、自動

XRD解析を扱った最近の研究 [123]において基礎技術として用いられるなど、様々

な形で波及しつつある。

加えて、これらの過程で、学習した結晶系予測モデルの解析から、熟練者が回折

パターンを見て直感的に結晶系を推定できる暗黙知の一部を具体化することに成功

したことに加え、自動リートベルト解析により手動に比べ膨大な組み合わせを探索

できるようになったことで、従来の手動分析では見つけられなかった構造候補の発

見も実証できた。これらは計算機および機械学習を用いることによって得られた発

見であり、物理法則に基づく演繹を中心とするこれまでの方法論とは相補的なアプ
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ローチとしての、データ駆動的アプローチの有効性を示すものであると考えられる。

これらを通じて、計測データ解析を効率化するという目標は十分に達成できたもの

と考える。

さらに、計測やシミュレーションによって得られる結晶構造データの分析につい

ても、機械学習を応用した分析手法の開発に取り組んだ。結晶構造と材料特性は非

常に複雑に相関することから、結晶構造同士の類似性を材料の特性にまで踏み込ん

で定量化することは難しく、類似性の評価は研究者の主観的認識に留まっていた。ま

た結晶構造を人間が精査する必要があるために、多数の構造の類似度を比較したり、

結晶構造データベース全体を俯瞰したりといった分析は困難であった。これらの課

題は、結晶構造の抽象的な意味を計算機上で取り扱うことが可能になれば解決され

ると考えた。そこで、深層距離学習を用いることで、結晶構造について、材料のコン

セプトを捉えたベクトル表現（embedding）を得る手法を開発した。この embedding

を利用することにより、材料の抽象的な性質を主観によらず計算機上で定量的に取

り扱うことが可能となる。学習した embeddingの分析から、銅酸化物超伝導体や、

Liイオン電池材料など、重要な物質のコンセプトを捉えた類似性が embeddingに反

映されていることが確認され、結晶構造データのコンセプト類似性に基づく検索や、

材料同士の類似性の可視化、すなわち物質空間の地図が描けることを実証した。

このように、本研究では粉末XRDパターンの解析自動化と、結晶構造の意味的

類似性を定量化するという 2つのテーマについて機械学習アプローチにより取り組

むことで、今後の材料研究の重要な基盤技術となりうる複数の技術要素を開発でき

たと考えられる。

5.2 今後の展望

まず計測データ解析の自動化に関して、本研究の成果は粉末XRDに限らず様々な

測定手法に応用が可能であると考えられる。この背景として、本研究では複雑な手

法の作り込みや多数のヒューリスティックの導入を避けて、なるべくシンプルなア

プローチにより問題解決を目指したことが挙げられる。すなわち、結晶の対称性分

類はシンプルな教師あり学習であるため、シミュレーション等で学習データが用意

できれば任意の測定手法にそのまま応用が可能であるほか、同様に、ブラックボッ

クス最適化を用いた自動リートベルト解析も、フィッティング指標を改善（最小化あ

るいは最大化）するようにパラメータを調整するという枠組みの任意の解析手法に

そのまま応用が可能である。これらの展開可能性は、本研究の成果が具体的な手法

の作り込みではなく、基礎的アイディアの発明（パラメータ調整を最適化問題とみ

なすなど）によって実現されているためであり、本研究における強みの一つである。

具体的な応用可能性の例として、ブラックボックス最適化を用いたリートベルト

解析自動化に関しては、広域X線吸収微細構造 (EXAFS) 解析への応用が挙げられ

る。EXAFSスペクトルからは対象とする原子近傍の環境（隣接原子の位置・種類）

といった情報を得ることができる。このデータ解析のために、リートベルト解析と
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同様に、構造モデルを仮定して計算した EXAFSスペクトルを測定した EXAFSス

ペクトルにフィットする解析法が用いられている。よって原理上は本研究の手法をそ

のままEXAFS解析に適用できると考えられ、波及が期待される分野の一つである。

深層距離学習を用いた結晶構造類似性の定量化は、結晶構造をDNNで取り扱う

研究という文脈において、結晶構造 embeddingの学習という着想および、それを 2

つのモダリティの対比によるマルチモーダル自己教師あり学習で実現したという 2

点でユニークかつ新規なものであったと考えられる。このことから、今後は 2つの

方向での展開が見込まれる。

まず 1つ目は、異なるモダリティのデータへの応用である。今回はXRDと結晶構

造（局所構造）という 2つのモダリティの対比によって自己教師あり学習を実現し

たが、例えばXAFSと結晶構造、あるいは何らかのシミュレーション結果とXRDの

ように、異なるモダリティを用いて同様の表現学習を実現できる可能性がある。も

ちろん、用いるモダリティは 2つとは限らず、XRDと中性子回折パターンと結晶構

造のように、3つ以上のモダリティを組み合わせた学習も可能と考えられる。材料

は多面的特徴を備えることから、その分析のために複数の計測やシミュレーション

が必要となるケースは数多い。特に、材料の機能が空間的な階層（ミクロ・メゾス

コピック・マクロ）をまたいだ特徴によって発現する場合に、それらの計測・シミュ

レーションデータを統合した分析は容易ではないが、本研究で提案したマルチモー

ダル自己教師あり学習は、これを実現するための普遍的な技術要素の一つとなりう

ると考えられる。

2つ目は、DNNを用いた結晶構造の学習に関する発展である。近年、DNNを中心

とする機械学習手法の発展を背景として、所望の特性を備えた材料をDNNから直接

提案する、inverse designと呼ばれるアプローチが発展しつつあり [9, 124, 125]、例え

ば、所望の熱電特性を備えた材料の結晶構造を予測するといった研究がなされている

[126]。本研究で提案した深層距離学習をこうした inverse designのためのDNNに応用

することにより、結晶構造の抽象的な特徴をDNNに学習させることができ、inverse

designの性能向上に寄与することが期待される。また、結晶構造をDNNを用いて

取り扱う技術そのものも未だ発展途上であり、結晶構造をDNNに入力（encoding）

あるいは DNNから結晶構造を出力（decoding）するといった基礎的技術も活発に

研究されている [124]。これらの技術は本研究の発展にも直接寄与するほか、本研究

を通じて、結晶構造をDNNの枠組みで取り扱うためのノウハウを多数得られたこ

とから、今後はDNNを用いた結晶構造 encoderおよび decoderの研究にも取り組む

予定である。

博士課程において、2019年から 2022年にかけて、機械学習とMIが急速な発展を

遂げる瞬間に立ち会いながら、MIの基礎研究と応用の両面に携われたことは自分の

研究者人生にとって大きな幸運であった。今後は、博士課程において確立した自己の

未来ビジョンである「AI・人間・ロボットが協働する材料研究」および「AI-assisted

な物質・材料の理解」の実現に向け、機械学習にも通じた材料研究者として 2つの

分野をつなぎながら、引き続き研究に取り組んでいく所存である。
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Y. XERUS: An Open-Source Tool for Quick XRD Phase Identification and

Refinement Automation. arXiv:2112.04773 [cond-mat]. arXiv: 2112.04773

[cond-mat] (2021).

124. Noh, J., Gu, G. H., Kim, S. & Jung, Y. Machine-Enabled Inverse Design of

Inorganic Solid Materials: Promises and Challenges. Chem. Sci. 11, 4871–4881

(2020).

125. Court, C. J., Yildirim, B., Jain, A. & Cole, J. M. 3-D Inorganic Crystal

Structure Generation and Property Prediction via Representation Learning.

J. Chem. Inf. Model. 60, 4518–4535 (2020).

126. Ren, Z. et al. Inverse Design of Crystals Using Generalized

Invertible Crystallographic Representation. arXiv:2005.07609 [cond-mat,

physics:physics]. arXiv: 2005.07609 [cond-mat, physics:physics] (2020).

88 Chapter 5 鈴木 雄太



第6章 付録

6.1 本研究に関する発表

原著論文

• Yuta Suzuki, Hideitsu Hino, Takafumi Hawai, Kotaro Saito, Masato Kotsugi,

Kanta Ono, “ Symmetry prediction and knowledge discovery from X-ray

diffraction patterns using an interpretable machine learning approach”,

Scientific Reports. 10, 21790, (2020)

• Yoshihiko Ozaki, Yuta Suzuki, Takafumi Hawai, Kotaro Saito, Masaki Onishi,

Kanta Ono, “ Automated crystal structure analysis based on blackbox

optimisation”, npj Computational Materials. 6, 75, (2020)

学会発表

• 鈴木雄太, 尾崎嘉彦, 羽合孝文, 斉藤耕太郎, 大西正輝, 小野寛太, ”ブラックボッ

クス最適化を用いたリートベルト解析の自動化”, 放射光学会 学術講演会, 10,

Jan. (2021), The best presentation award

• 鈴木雄太, 奥野智也, 佐々木勇和（3人による分担発表）,“深層学習と物質探

索”, 応用物理学会 インフォマティックス応用研究グループ研究会, 26, Nov.

(2020), Invited

• 鈴木雄太, 小野寛太, ”量子ビーム計測データ解析における機械学習の応用”, 日

本表面真空学会 学術講演会, 19, Nov. (2020), Invited

• Yuta Suzuki, Hideitsu Hino, Takafumi Hawai, Kotaro Saito, Kanta Ono,“

Machine learning approach for on-the-fly crystal system classification from

powder x-ray diffraction pattern”, TMS 2020 Annual Meeting, 23-27, Feb.

(2020)

• 鈴木雄太,“物質計測における機械学習応用と知識発見”, 第 4回 統計・機械

学習若手シンポジウム, 15-16, Nov. (2019), Invited

89



機械学習を用いた結晶構造の分析と物質空間の可視化

• Yuta Suzuki, “Machine-learning-aided data analysis in X-ray diffraction

and absorption for high-throughput measurement”, International Young

Researchers Workshop on Synchrotron Radiation Science 2019, 3-4, Sep.

(2019), Invited

解説記事

• 鈴木雄太, 尾崎嘉彦, 小野寛太,“解説：情報学的手法を用いた触媒開発 ブラッ

クボックス最適化による結晶構造解析の自動化”, 触媒. 63, 294-298, (2021)

• 奥野智也, 佐々木勇和, 鈴木雄太,“深層学習を用いた新物質探索に関するサー

ベイ”, 情報処理学会論文誌 データベース. 13 3, 1-10, (2020)

• 鈴木雄太, 日野英逸, 小野寛太,“機械学習を用いたX線吸収スペクトル解析

の自動化”, 電気化学. 88, 1, (2020)

書籍

• 鈴木雄太, 小野寛太,“マテリアルズ・インフォマティクスのためのデータ構

築技術と材料開発へのアプローチ”11章 第 8節 ”機械学習によるスペクト

ルデータ解析とその事例”（分担執筆）, 技術情報協会. (2021)

6.2 本研究に関する特許

• 谷合竜典（寄与率 30%）,牛久祥孝（10%）,千葉直也（10%）,鈴木雄太（40%）,

小野寛太（10%）,“モデル生成方法、データ提示方法、データ生成方法、推

定方法、モデル生成装置、データ提示装置、データ生成装置、及び推定装置”,

出願中（特願 2021-157205)

90 Chapter 6 鈴木 雄太


